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Resumen

Aunque tradicionalmente se ha asumido que el sonido de las palabras y su significado se relacionan
de forma arbitraria, distintos hallazgos empiricos respaldan la hipotesis de que las unidades
fonoldgicas basicas del lenguaje guardan una relacion sistematica con aspectos semanticos,
incluyendo la connotacidn afectiva y actitudinal de las palabras (Adelman, Estes, & Cossu, 2018;
Aryani, Conrad, Schmidtke, & Jacobs, 2018; Dingemanse, Blasi, Lupyan, Christiansen, &
Monaghan, 2015; Monaghan, Shillcock, Christiansen, & Kirby, 2014; Schmidtke, Conrad, &
Jacobs, 2014). A partir de estas premisas, se buscé identificar si las unidades fonoldgicas del
espafol y el inglés contribuyen a la prediccidn de la valencia emocional en un corpus de tweets.
Para esto, se entren6 un conjunto de modelos de regresion lineal maltiple, cuyo desempefio fue
evaluado a partir de la correlacion y los indicadores de error calculados partir de las valencias
predichas y las observadas en los datasets de prueba proporcionados por el concurso SemEval-
2018 (Mohammad, Bravo-Marquez, Salameh, & Kiritchenko, 2018). Se encontr6 que la adicion
de los recursos fonoldgicos a un conjunto de predictores léxicos (Bag of Words de los Tweets,
normalizada con el método TF-IDF) tiene un efecto reducido pero consistente sobre las métricas
globales de ajuste, y en ambos idiomas permite discriminar con mayor precision las valencias
observadas cercanas a los valores medios, asi como las valencias inferiores asociadas a contenidos
afectivos negativos.

Este proyecto representa un aporte para la discusion tedrica que sustenta las técnicas de anélisis
de sentimiento, poniendo a prueba hipotesis derivadas de planteamientos psicolinglisticos, en
relacién con el concepto de simbolismo de los sonidos (sound symbolism) o iconicidad fonolégica.
Los hallazgos de este proyecto tienen relevancia aplicada, dado el creciente uso de estas técnicas
en distintos &mbitos, como el estudio de las actitudes y las emociones en escenarios electorales, de
servicio al cliente o de diagndstico de la salud mental, entre otros.

Palabras clave: Arbitrariedad del signo linguistico, fonema, modelos de regresién lineal,

procesamiento del lenguaje natural, analisis de sentimiento, valencia emocional.



Introduccion

Planteamiento del problema

En esencia, las palabras son combinaciones de letras (vocales y consonantes), las cuales, al
representar ciertos sonidos, constituyen las unidades sub Iéxicas de un idioma. Asi, las palabras
remiten a un signo linguistico conformado por un significado (su representacion mental) y un
significante (su representacion acustica). Desde una perspectiva tradicional se ha considerado que
la relacion entre significante y significado es arbitraria, como lo planteé de Saussure hace un siglo
(1916/2005), es decir “sonidos sin sentido se combinan entre si para crear palabras con sentido”.

No obstante, se ha discutido la posibilidad de que los sonidos asociados a las palabras estén
vinculados con los aspectos semanticos del lenguaje, pues ha venido acumulandose un cuerpo
creciente de evidencia empirica que pone de manifiesto diferentes interacciones entre sonido y
significado. De especial interés son las relaciones entre los contenidos afectivos de las palabras y
su representacion acustica, un caso especial de modalidad cruzada que implica interacciones entre
las emociones y el lenguaje, asociaciones enmarcadas dentro del fendmeno conocido en la
literatura como simbolismo de los sonidos (sound symbolism) o iconicidad fonoldgica (Majid,
2012; Monaghan, Shillcock, Christiansen, & Kirby, 2014; Rummer, Schweppe, Schlegelmilch, &
Grice, 2014; Schmidtke, Conrad, & Jacobs, 2014).

Por otro lado, gracias a la expansién de la web 2.0, hoy en dia se cuenta con una enorme
cantidad de datos que ademés se producen en tiempo real, y que incluyen informacién no
estructurada con contenidos pictéricos, audiovisuales y de texto (Paredes, Colomo, Salas, &
Valencia, 2017; Song, Kim, Lee, Kim, & Youn, 2017; Yadollahi, Shahraki, & Zaiane, 2017). Esta
situacién ha promovido el desarrollo de técnicas analiticas y computacionales que buscan procesar
de forma automatizada grandes volimenes de informacion desde los paradigmas del Big Data y el
Machine Learning, dentro de las cuales se destaca el llamado andlisis de sentimientos u opiniones,
que busca identificar y clasificar contenidos afectivos a partir del analisis de textos.

Especificamente, la mineria de emociones a partir del analisis de informacion textual tiene un
gran potencial por sus posibles aplicaciones en campos como la medicion de la satisfaccion de los
consumidores, la seleccion de materiales para la ensefianza electronica, el disefio de sistemas de
recomendacion en las interacciones hombre-computador, la prediccion de ventas de productos
especificos o incluso el diagnostico de trastornos mentales (Yadollahi, Shahraki, & Zaiane, 2017).

Estas técnicas se basan en el analisis de diferentes componentes del lenguaje oral o escrito,



tomando como unidades basicas palabras o0 combinaciones de estas en frases, oraciones y parrafos,
asi como elementos gramaticales y sintacticos de la lengua. En todo caso, se ha explorado poco la
posibilidad de incluir en los algoritmos de Procesamiento del Lenguaje Natural (PNL) unidades
sub Iéxicas fonologicas, en coherencia con los hallazgos descritos al comienzo de este documento.

Desde la perspectiva analitica, Soleymani et al. (2017) mencionan la importancia de un enfoque
multimodal para las tareas de analisis de sentimiento, es decir, un enfoque que considere
informacion de distintos dominios (por ejemplo, lenguaje hablado y escrito, ademas de imagenes
y videos provenientes de interacciones humano-maquina o humano-humano), teniendo en cuenta
que las emociones humanas se expresan a través de una variedad de canales (ver Tabla 1). No
obstante, a pesar de las aplicaciones potenciales de un enfoque multimodal, esta aproximacion
apenas estd comenzando a desarrollarse. Algunos ejemplos de aplicaciones de analisis de
sentimiento multimodal son el analisis de contenidos de bloggeros y youtubers, a partir de los

cuales se puede analizar el lenguaje hablado y la expresion facial.

Tabla 1. Métodos tipicos en analisis de sentimiento.

Modalidad Métodos y caracteristicas tipicos

Texto Diccionarios basados en lexicdn, bolsa de palabras (bag-of-words), encajes de palabras
(Word embeddings), en combinacién con clasificadores como las Maquinas de Soporte
Vectorial (SVM, por su sigla en inglés) o las redes neuronales profundas.

Lenguaje hablado Atributos paralingisticos, por ejemplo, tono de voz, en combinacién con clasificadores
como SVM o las redes neuronales profundas recurrentes.
Visual Conceptos visuales de nivel medio, correspondientes a parejas adjetivo-pronombre, que

presentan fuerte carga de sentimientos, a traves de redes neurales convolucionales.
También se analizan expresiones faciales, unidades de accion facial o estética visual.
Multimodal Fusion multimodal de texto, expresion facial y caracteristicas paralinglisticas.
Adaptada de Soleymani et al., (2017).

En el escenario anterior, la mineria de texto orientada al analisis de sentimiento en informacion
textual es un campo que se empezo a desarrollar durante los afios 90 del siglo pasado (Soleymani,
et al., 2017), cuando surgi0 el interés por la deteccidn de topicos en datos textuales, lo que dio
lugar a la busqueda de métodos para la deteccion de estados subjetivos. De esta forma, a partir de
la década del 2000 se empezaron a desarrollar métodos analiticos supervisados y no supervisados.
En cuanto a los métodos supervisados, estan orientados a la “construccion de modelos predictivos

de sentimiento a partir de bases de datos anotadas con las cuales se automatiza el aprendizaje” (p.



6), con base en la cuantificacion de atributos o palabras del texto, que se entrenan a través de
algoritmos como las Maquinas de Soporte Vectorial (SVM, por su sigla en inglés) o los
clasificadores Naive Bayes; los algoritmos de este tipo de métodos generalmente se entrenan en
dominios especificos —por ejemplo, Twitter—, por lo cual resulta pertinente investigar la posibilidad
de desarrollar modelos que funcionen en distintos contextos. Por otro lado, los métodos no
supervisados son utiles cuando no existen datos anotados o estos son escasos; la estrategia
principal consiste en acudir al conocimiento experto para codificar/calificar ‘manualmente’ en
lexicones frases o palabras con su significado emocional, que después alimentan los recursos
computacionales generados para las tareas de mineria. Como es natural, estos dos enfoques
metodoldgicos pueden combinarse para producir resultados de mayor precision. A pesar de estos

avances, los autores citados nos recuerdan que

“El problema del analisis de sentimiento en texto esta lejos de estar resuelto, aunque los desarrollos de
los ultimos afios hacen que la aplicacion del analisis de sentimientos sea una realidad. No obstante,
debemos reconocer que aln no existe una solucion universal y que el desempefio de las herramientas
varia ampliamente segun el contexto, la formalidad vy el tipo de texto que se analice. EI conocimiento
experto y la validacion siguen siendo ingredientes necesarios en la aplicacion del analisis de sentimiento
y una cuidadosa seleccién de herramientas puede asegurar una aproximacion correcta y valida para la

cuantificacion de sentimientos en textos” (p. 7).

De acuerdo con lo anterior, en este proyecto se busco establecer la contribucion de los features
fonéticos a la prediccion de la valencia emocional, en un corpus de tweets en espafiol e inglés;
adicionalmente, se analiz6 si los fonemas identificados como predictores en esta tarea de regresion
lineal multiple son consistentes con los hallazgos reportados por otros investigadores. En resumen,
el problema de investigacion esta enfocado en poner a prueba una hipétesis acerca de la posible
asociacion entre aspectos sub léxicos del lenguaje (especificamente, los aspectos fonoldgicos) y
su connotacion afectiva, que permitan desarrollar insumos para la generacion de recursos que
sustenten modelos de machine learning para el analisis de sentimientos. Con este fin, se compar6
el desempefio de un modelo de regresion lineal maltiple que incluia como predictores los atributos
lexicos (Bag of Words normalizado mediante TF-IDF) de los datasets de tweets en espafiol e inglés
provistos por el concurso SemEval-2018, con el desempefio del mismo modelo de regresion, pero

agregando los features fonéticos extraidos de estos corpus.



En sintesis, el objetivo general del proyecto fue establecer el grado de contribucion de los
features fonéticos —en un corpus de Tweets en espafiol e inglés— a la prediccion de la valencia
emocional. Como objetivos especificos se plantearon los siguientes:

e Identificar la capacidad especifica de cada fonema en espafiol e inglés, sin combinarlos con

otros atributos, para predecir la valencia emocional de los tweets de SemEval-2018.

e Establecer si adicionar los fonemas como features adicionales al 1éxico extraido de los

corpus de tweets mejora la capacidad predictiva de un modelo de regresion lineal multiple.

e Contribuir al campo de conocimientos de la linguistica computacional y del PLN,

analizando la interaccion entre los aspectos fonoldgicos y semanticos del lenguaje,
especificamente en lo relativo al afecto y las emociones.

e Brindar recursos de informacion actualizados, que sean Utiles en las tareas de mineria de

texto y emociones en espafiol.

Trabajos relacionados
En principio, resulta relevante ilustrar algunas aplicaciones de las técnicas de analisis de
sentimientos en diferentes escenarios. En el ambito hispanohablante, se puede mencionar el trabajo
de Molina, Martinez, & Martin (2015), en el cual se desarrollé un recurso léxico para el analisis
de sentimientos llamado CRiSOL a partir del cual se generd un clasificador de polaridad aplicable
a comentarios de hoteles. Otro ejemplo de aplicacion de las técnicas de analisis de sentimientos lo
presentan Purao, Desouza, & Becker (2012), quienes utilizaron técnicas de mineria de texto con
el objetivo de analizar las posibles fallas en proyectos del sector publico, a partir de los reportes
de los lideres y las partes interesadas (stakeholders); este estudio mostré que este enfoque de
andlisis representa una forma plausible de obtener indicadores acerca del avance de los proyectos.
Acerca de la interaccion entre el lenguaje y las emociones en diferentes niveles de la estructura
linguistica, es pertinente citar a Nygaard & Queen (2008) o Roche, Peters, & Dale (2015), quienes
han mostrado experimentalmente que ciertos aspectos prosodicos como la entonacion y el ritmo
pueden incidir sobre el procesamiento de informacion linglistica de contenido emocional.
Igualmente, en términos de la interaccion entre emociones y otros procesos psicologicos, Gil,
Hattouti, & Laval (2016) encontraron que en nifios de 5 a 9 afios se evidencia un efecto de
modalidad cruzada entre la informacion facial (de tipo visual) y la informacion prosodica

proveniente del lenguaje (de tipo auditivo), que afecta la comprension de la comunicacion
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emocional. Ademas, mediante la utilizacion de técnicas de neuro-imagen Zheng, Huang, & Zhang
(2013) llegaron a conclusiones analogas. Estos estudios evidencian que las personas empleamos
informacion proveniente de distintas fuentes (visuales y auditivas) para decodificar la informacion
emocional a nivel psicoldgico y cerebral.

Desde la perspectiva de la psicologia experimental, en el trabajo de Rummer, Schweppe,
Schlegelmilch, & Grice (2014) mediante la presentacion de material audiovisual se indujo un
estado de animo positivo o negativo en una muestra de participantes, para evaluar la produccion
posterior de ciertos fonemas en la escritura de palabras inventadas. Los resultados indicaron que
cuando las personas se encontraban en un estado de animo negativo escribieron con mayor
frecuencia palabras que contenian el fonema /0:/, mientras que los participantes que se encontraban
en un estado de &nimo positivo utilizaron méas veces el fonema /i:/, demostrando que el estado de
animo influye sobre la eleccion de ciertas vocales. Estos hallazgos se explican desde una
perspectiva psicofisioldgica, argumentando que los musculos faciales involucrados en la expresion
de determinadas emociones son los mismos que se emplean al articular las vocales objeto de
estudio (hipdtesis articulatoria).

En todo caso, la idea de contar palabras como un indicador de emocionalidad ha sido
cuestionada, pues el supuesto de que el uso de determinadas palabras refleja ciertos estados
emocionales es debatible. Por ejemplo, Kross, et al. (2019) reportan evidencia obtenida con una
muestra de 185 estudiantes universitarios, mediante técnicas de simulacion (bootstrapping) y
andlisis de correlacion de conteos de palabras en redes sociales con medidas de afecto
autorreportado (antes o después del uso de redes sociales), encontrando resultados poco
alentadores que controvierten la validez de las técnicas de mineria de datos aplicadas en el analisis
de sentimiento. Los investigadores concluyeron que contar el uso de palabras emocionales en
Facebook no es un indice preciso de como se sienten los usuarios. Ademas de los problemas en el
manejo del ruido (por ejemplo, ambigliedades, ironias o negaciones) o del analisis contextual de
la informacion (una misma palabra puede tener sentidos opuestos si estan en distintas frases)
(Soleymani, et al., 2017), estos indicios sefialan la importancia de identificar otros aspectos del
lenguaje escrito que puedan brindar informacion precisa y valida sobre la experiencia emocional
de las personas, por lo que el analisis de los atributos fonoldgicos resulta una veta prometedora de

exploracion sustentada en el concepto de iconicidad fonoldgica que se discute mas adelante.
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De forma especifica, en relacion con el objetivo del presente proyecto resulta relevante exponer
resultados obtenidos por otros investigadores al abordar la misma tarea (regresion de la valencia
emocional en tweets en el concurso SemEval-2018). De acuerdo con los promotores del concurso
(Mohammad, Bravo-Méarquez, Salameh, & Kiritchenko, 2018), esta tarea de predicciéon fue
abordada principalmente a través de modelos de regresion lineal basados en una variedad de
features que incluyeron embeddings de palabras y de oraciones, lexicones, o n-gramas de
caracteres y palabras, entre otros, logrando correlaciones méximas entre las valencias predichas y
el gold standard del concurso de ,873 en inglés y ,795 en espafiol. Por ejemplo, Duppada, Jain, &
Hiray (2018) lograron el mejor desempefio frente a la tarea con los datasets en inglés, para lo cual
utilizaron features de emojis y contenido semantico (word embeddings y lexicones), a partir de los
cuales entrenaron modelos de regresion con métodos de Random Forest y ensambles. Con una
aproximacion similar (combinacion de features y ensambles de modelos), pero a partir de otros
datasets de Twitter y Facebook en inglés, Akhtar, Ghosal, Ekbal, Bhattacharyya, & Kurohashi
(2018) alcanzaron correlaciones de hasta ,635 y ,727 para la variable de valencia. Por otra parte,
al abordar la tarea en espafiol, Kuijper, van Lenthe, & van Noord (2018) utilizaron lexicones y
word embeddings para entrenar modelos basados en ensambles de redes neuronales y maquinas de
soporte vectorial, alcanzando desempefios maximos de ,766 en la correlacion de Pearson con los
gold standard del concurso.

Uno de los referentes méas destacados en relacion con este estudio es el trabajo de Adelman,
Estes, & Cossu (2018), quienes partiendo del concepto de simbolismo de los sonidos (sound
symbolism) demostraron que en un modelo de regresion con un diccionario de casi 37.000 unidades
en diferentes idiomas (inglés, espafiol, holandés, aleméan y polaco) el primer fonema de una palabra
era el mejor predictor de su valencia emocional; igualmente, bajo un paradigma experimental,
encontraron que, a diferencia de los fonemas positivos, los negativos eran emitidos con mayor
velocidad. Sus hallazgos son analizados tedricamente asumiendo que el simbolismo de los sonidos
es un fendmeno desarrollado a lo largo del proceso de evolucion de la especie, por lo que estas
asociaciones podrian tener un caracter adaptativo por asociarse a sefiales de alerta y peligro. En
todo caso, como se comentara en la seccion de discusion de este documento, estos investigadores
se basaron en las palabras como unidades de analisis (mientras que nosotros lo hicimos con tweets)

De otra parte, aunque el presente proyecto se basa en el procesamiento de informacion textual,

resulta pertinente presentar los avances que se han dado en el analisis de sentimientos a partir del
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lenguaje hablado, puesto que la hipotesis que se pondra a prueba tiene relacion con los aspectos
fonologicos del lenguaje, que obviamente se relacionan con sus atributos sonicos. Entre las
caracteristicas del habla que han sido estudiadas se encuentran los pardmetros fisicos como el tono
(pitch) o la velocidad y, méas especificamente, las variaciones intra individuales en dichos
parametros, teniendo en cuenta que dado el caracter idiosincrasico de la voz humana los cambios
de entonacion y resultan ser indicadores importantes de emocionalidad, lo que se evidencio en el
estudio de Tyagi & Chandra (2015). En el mismo sentido, Mairesse, Polifroni, & Di Fabbrizio
(2012) utilizando revisiones habladas de 84 hablantes, encontraron que la informacion prosodica
mejora el desempefio de modelos predictivos basados Unicamente en informacién textual.
Finalmente, se presentan algunas aplicaciones de las técnicas de analisis de sentimiento en el
contexto colombiano. En el &mbito de la politica, Alvarado, Caicedo, Carrillo, Forero, & Uruefia
(2016) realizaron un trabajo para explorar los sentimientos frente a las elecciones de la alcaldia de
Bogot4, cuyos resultados fueron comparados con algunos sondeos de intencion de voto, logrando
un nivel medio de precision a través de algoritmos eficientes. De forma mas genérica, Henriquez,
Pla, Hurtado, & Guzman (2017) exponen un sistema de analisis basado en la aplicacion de
Maquinas de Soporte Vectorial (SVM) que en pruebas experimentales arrojaron muy buenos

resultados.

Marco conceptual

“La estructura y el uso del lenguaje natural se basan en el supuesto de que los participantes de la
conversacion comparten experiencias y conocimientos similares, asi como una forma de razonar,
sentir y actuar. El gran desafio del problema del procesamiento automatico de textos es usar un
lenguaje natural sin restricciones para intercambiar informacién con una criatura de una
naturaleza totalmente distinta: el computador” (Bolshakov & Gelbukh, 2004, Computational
Linguistics: Models, Resources, Applications, pagina 15).

Para contextualizar el proyecto, a continuacion, se despliegan algunos elementos tedrico
conceptuales de referencia. Para esto, inicialmente se expondran algunos elementos fundamentales
de la linguistica, sefialando su proposito como disciplina cientifica y definiendo algunos conceptos
fundamentales; posteriormente, se delimitara el campo de la psicolinguistica, enfatizando en el
fendmeno de la modalidad cruzada (cross modality), especificamente en lo relativo a la interaccion

entre los procesos del lenguaje y la emocion; y, para terminar, se revisara el ambito del
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Procesamiento del Lenguaje Natural (PNL) y de la linglistica computacional, como marco

metodoldgico que sustenta el ejercicio investigativo que se realizara.

Linguistica.
Se puede definir la linglistica como la ciencia del lenguaje natural, esto es, del lenguaje que se da
en la interaccion de los hablantes ‘reales’, y constituye, asi mismo, un marco general que integra
y articula distintos campos de conocimiento, como se expresa en la Figura 1 (Bolshakov &
Gelbukh, 2004). Adicionalmente, de acuerdo con Gil (1999), el objeto de estudio de la linguistica
estd delimitado por los fendmenos relativos al sistema de la lengua, como fenémeno social, en
tanto remite a la interaccidon entre los individuos, y como fendmeno individual, en tanto se ubica
en la “mente” de las personas. En este sentido, la lingliistica es una rama de la semiologia, ocupada
del estudio de los signos en general, que a su vez es una rama de estudio de la psicologia social (y,

por lo tanto, de la psicologia en general).

LINGUISTICA

Linguistica
contrastativa

Linguistica

histérica Linguistica

matematica

Psicolinguistica

Figura 1. Estructura de las ciencias linguisticas (traducida de Bolshakov & Gelbukh, 2004).

Segun Bolshakov & Gelbukh (2004), en este marco la linguistica general es el nucleo alrededor

del cual se agrupan las demas disciplinas y cuyo proposito es descubrir leyes universales, en
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relacion con aspectos fonoldgicos, morfoldgicos, semanticos y pragmaticos del lenguaje hablado
y escrito. De las ciencias complementarias en el diagrama, vale la pena destacar en este proyecto
la lexicografia, ocupada de estudiar el lexicon (conjunto de palabras) y desarrollar métodos para
la compilacion de diccionarios, y la psicolinglistica, interesada en el estudio del comportamiento
linguistico desde una perspectiva psicoldgica, incluyendo la interaccion de diferentes procesos
(como la emocién) con el lenguaje natural. También es importante destacar la linglistica
matematica (entendida como teoria de las graméticas formales o como la interseccion entre
lingUistica y matemaéticas), una de cuyas ramas es la linguistica cuantitativa o estadistica, asi como
la linguistica aplicada, orientada al uso de las ideas de la linguistica general en la practica humana.

Ya especificamente, la linguistica computacional se define como el procesamiento
automatizado del lenguaje natural con el objetivo de desarrollar programas computarizados que
procesen palabras y textos del lenguaje natural. La definicion anterior se puede complementar con
la propuesta por la ACL (Asociacion para la Linguistica Computacional, por su sigla en inglés)
(2019), que la define como el “estudio cientifico del lenguaje desde una perspectiva
computacional... [para] proveer modelos computacionales de varios tipos de fendmenos
lingiiisticos. Estos modelos pueden estar ‘basados en el conocimiento’ (‘hechos a mano’) o
‘basados en los datos’ (‘estadisticos’ o ‘empiricos’)”. La aplicacion concreta de la lingliistica
computacional se denomina Procesamiento del Lenguaje Natural (PLN), campo que sera abordado

maés adelante en el presente documento.

El estructuralismo y la arbitrariedad del signo seglin Saussure.
Una de las teorias mas lingiisticas mas destacadas del siglo XX se enmarca dentro de las llamadas
corrientes estructuralistas, cuyo principal exponente es Ferdinand de Saussure, quien define la
lengua como “un sistema de signos que expresan ideas” (1916/2005). Para este importante tedrico
del lenguaje, la unidad basica de andlisis es el signo linguistico, una combinacion mental de un
concepto (significado o representacion mental de un significado) y una imagen acustica
(significante o representacion mental de un sonido que expresa un significado). De acuerdo con lo
anterior, las palabras, o sus raices etimoldgicas constituyen signos lingisticos; asi, por ejemplo,
al concepto ‘felino doméstico’ le corresponde la imagen actstica ‘gato’.

Para mayor precision, Majid (2012) se refiere a los fonemas como las vocales y consonantes de

un idioma, que remiten a un sonido especifico que las distingue como letras (por ejemplo, el sonido
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de la ‘C’ es diferente al sonido de la ‘K”). Dada la variedad lingiiistica del mundo, el numero de
fonemas varia segun el idioma; por ejemplo, el espariol cuenta con cinco sonidos vocalicos y entre
17 y 19 sonidos consonéanticos (Franch y Blecua, 1980, citados por Gonzéalez-Diaz y cols, 2014),
pero claro, esto puede variar segun la regién o la cultura de los hablantes.

Ahora bien, para de Saussure (1916/2005), uno de los principios de rigen el funcionamiento de
la lengua es la arbitrariedad del signo linguistico, segun el cual el vinculo entre significado y
significante no es motivado, es decir, no existe ninguna relacion esencial o ‘lazo natural’ entre
significado y significante. Un argumento a favor de esta postura es que en diferentes lenguas el
mismo concepto puede ser (y de hecho es) expresado con diferentes significantes (gato en
castellano, cat en inglés, chat en francés o katze en aleman). De aqui se deriva un segundo
principio, el de la inmutabilidad del signo, segun el cual, dado que la lengua es heredada de
generacion en generacion y teniendo en cuenta que hay cambios histérico-sociales, no tiene sentido
que el signo cambie, por lo cual no hay razon para que el signo no sea arbitrario (“decimos hombre
y perro porque antes de nosotros se ha dicho hombre y perro [de Saussure, 1916])”.

Estas ideas marcaron de manera definitiva la teorizacion linguistica a lo largo del siglo XX,
implicando una vision jerérquica del lenguaje, como sistema simbdlico organizado en funcion de
una serie de componentes discretos que se articulan en diferentes niveles de analisis (oraciones,
palabras, fonemas). En este escenario, es de especial interés el campo especifico de la fonologia,
que se interesa por la manera como se articulan los sonidos para dar significacion a los enunciados
y que se diferencia de la fonética, ocupada del estudio de los mecanismos de produccion y
percepcion de los sonidos del lenguaje (Gonzalez Diaz, y otros, 2014). En conclusion, es bastante
notable el hecho de que el nivel de representacion fonoldgica de una lengua particular esté formado
por un conjunto finito (y relativamente pequefio) de unidades minimas sin significado propio

(fonemas), las cuales se articulan en unidades significativas (monemas o morfemas).

Linglistica computacional y Procesamiento del Lenguaje Natural (PLN).
La linguistica computacional tiene como objetivo “desarrollar sistemas computacionales que
simulen, total o parcialmente, las destrezas y habilidades de un hablante real (v.gr.: decodificar un
texto escrito, identificar los sonidos del habla, dotar de sentido a un texto...)” (Tordera Yllescas,
2011, pag. 341). Entre tanto, de acuerdo con Fisher, Garnsey, & Hughes (2016), el Procesamiento

del Lenguaje Natural -PNL— es una parte del dominio de la inteligencia artificial que se constituye
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como un ‘“campo de estudio inherentemente interdisciplinario basado en dominios tan diversos
como la psicologia, la lingiliistica y la neurociencia... [que] abarca un rango de técnicas
computacionales para analizar y representar textos en uno o mas niveles de analisis lingtistico con
el fin de permitir el procesamiento del lenguaje humano para un rango de tareas o aplicaciones
particulares” (p. 157).

La relevancia actual de este campo de estudio tiene que ver con el hecho de que desde mediados
del siglo pasado ha habido un interés creciente en el procesamiento automatizado del lenguaje
natural. Dos razones, por lo menos, justifican este interés: la estandarizacion de procesos de
produccidn textual puede asociarse a la automatizacion de procesos productivos en los cuales es
necesaria la transmision de informacion a través del lenguaje escrito (es mas barato ‘entrenar’ una
maquina que un humano) y la toma de decisiones informadas requiere del andlisis de grandes
cantidades de informacion que seria humanamente imposible de procesos (Bolshakov & Gelbukh,
2004). Desde esta perspectiva, mientras que la psicolinguistica pretende describir y explicar las
habilidades de un hablante-oyente real, la linglistica computacional se interesa en formalizar este
conocimiento para un “hablante-oyente digital” (Tordera Yllescas, 2011).

De lo anterior se deriva que el objetivo de esta disciplina es desarrollar productos informaticos,
con base en elementos tedricos de la linglistica y otras ciencias que han aportado a la comprension
del fendmeno linguistico. En otras palabras, el desarrollo de estas tecnologias informaticas se basa
en el conocimiento existente sobre lexicologia, morfologia y sintaxis. Por citar algunos ejemplos,
el PLN ha permitido desarrollar sistemas de reconocimiento de voz, de lectura de texto o de
traduccion (Tordera Yllescas, 2011). Halvorsen (1988, citado por Tordera Yllescas, 2011)
identifica tres campos de aplicacion de la linglistica computacional tedrica: 1) el tratamiento del
habla, 2) el analisis, la generacién e interpretacion del lenguaje natural, y 3) la traduccion
automatica. El presente proyecto se inscribe dentro de la segunda linea.

Vale la pena mencionar que las relaciones interdisciplinares de la linguistica computacional se
inscriben en la metafora computacional formulada desde los vinculos entre la psicologia cognitiva
y la inteligencia artificial, que busca trasladar el conocimiento sobre el funcionamiento de la mente
a los computadores. Sin embargo, se debe tener en cuenta que esta relacion entre el lenguaje natural
y el lenguaje digital es solo de semejanza y no de analogia completa, pues las inteligencias
artificiales carecen de la intencionalidad y subjetividad (los aspectos idiosincrasicos) del lenguaje

humano (Tordera Yllescas, 2011). Justamente, uno de los principales desafios relacionados con la



17

produccién de lenguaje artificial tiene que ver con la simulacién de los aspectos prosédicos, que
pueden llegar a determinar la inteligibilidad de los mensajes que intercambian entre si los
hablantes-oyentes.

En relacion con este Gltimo punto, un aspecto que se afecta directamente al presente proyecto
por constituir un desafio a resolver tiene que ver con el hecho de que las unidades acusticas del
lenguaje (fonemas o silabas, por ejemplo), no presentan patrones estandar, es decir, el habla y sus
caracteristicas acusticas resultan sumamente complejas que pueden variar entre hablantes o incluso
para un mismo individuo. Puede ocurrir, por ejemplo, que la acustica de determinados segmentes
fonéticos puede cambiar segln el contexto del contenido comunicativo.

Por otro lado, Henriquez, Pla, Hurtado, & Guzman (2017) sefialan que el analisis de
sentimientos tiene como objetivo identificar las propiedades o caracteristicas de una entidad y
determinar la polaridad afectiva expresada de cada aspecto de esa entidad. El andlisis se puede
realizar a partir de aspectos especificos del lenguaje como su sintaxis (aspect-based sentiment
analysis) o con base en caracteristicas o variables de la informacion (feature-based sentiment
analysis).

Con respecto al analisis de sentimientos, para Yadollahi, Shahraki, & Zaiane (2017), es un
campo de la “computacion afectiva” que tiene como fin “detectar, analizar y evaluar los estados
mentales de los humanos hacia diferentes eventos, temas, servicios o cualquier otro interés,... se
busca hacer mineria de opiniones, sentimientos y emociones con base en observaciones de las
acciones de las personas que pueden ser capturadas usando su escritura, expresion facial, lenguaje
oral, musica, movimientos, etc.” (p. 25). Los mismos autores diferencian entre la mineria de
opiniones y la mineria de emociones, como tareas especificas del analisis de sentimientos, pues
estos conceptos tienen una connotacion diferente.

La Figura 2 esquematiza las tareas de andlisis de sentimientos, de acuerdo con los autores arriba
citados. Segun esta clasificacion de tareas, la mineria de opiniones se enfoca en detectar
subjetividad (identificar si un texto es objetivo —basado en hechos—, 0 subjetivo —basado en
opiniones), clasificar la polaridad de opiniones (determinar si un texto expresa opiniones
positivas, negativas o neutrales), detectar opiniones spam (reconocer opiniones falsas con
intenciones maliciosas), resumir opiniones (sintetizar un grupo amplio de opiniones desde
diferentes perspectivas) y detectar expresion de argumentos (identificar estructuras

argumentativas y relaciones entre ellas). Por otro lado, la mineria de emociones busca detectar
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emociones (identificar si un texto transmite determinadas emociones), clasificar polaridad
emocional (determinar la valencia de las emociones expresadas en un texto), clasificar emociones

(clasificacion mas fina de las emociones contenidas en un texto) y detectar causas de las

emociones (hacer mineria de factores que puedan provocar determinadas emociones).

Andlisis de
sentimiento

Mineria de Mineria de
opiniones emociones
- Clasificacion - Clasificacion . o Deteccion de
Deteccion de . Deteccion de . Clasificacion
i de polaridad Otras = de polaridad 2 causas de la
subjetividad i emocion =5 de emocion 55
de opinion de emocion emocion
Deteccion de Deteccion de
Resumen de cop
spam en oo expresion de
il opinion
opinién argumentos

Figura 2. Clasificacion de tareas de anélisis de sentimiento (Traducida de Yadollahi, Sharahki &
Zaiane, 2017).

Soleymani et al. (2017) aportan a la delimitacion de este campo con las siguientes precisiones.
La mineria de opiniones consistiria en la extraccion automatica de juicios subjetivos con respecto
a cualquier aspecto de un objeto particular (incluyendo la polaridad del sentimiento implicado),
mientras que el andlisis de sentimientos busca identificar el sentimiento asociado a la opinion. En
tanto, las tareas de reconocimiento de emociones pretenden identificar de forma automatizada
reacciones emocionales episddicas, normalmente en una persona especifica, y pueden apoyar la
identificacion de la polaridad de un sentimiento frente a determinado atributo de una entidad de
interés. Estos autores también indican que una de las tareas que se realizan en el analisis de
sentimiento es la representacién de la intensidad del sentimiento, aunque discuten si los
sentimientos como disposiciones afectivas pueden ser representados como emociones discretas.

Liu y Zhang (2012, citados por Soleymani et al., 2017) indican que el analisis de sentimientos
implica la identificacion de cuatro componentes de un sentimiento: entidad (objeto, situacion o

individuo hacia el cual se dirige el sentimiento), aspecto (atributo frente al cual se presenta el
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sentimiento), opinante (individuo que expresa el sentimiento) y sentimiento (experiencia frente al
atributo/aspecto con determinada valencia afectiva). Un sistema de analisis de sentimiento debe

permitir extraer dichos componentes de forma correcta.

Emocion, cognicién y lenguaje.

En la literatura cientifica no existe un consenso acerca de qué son las emociones. En todo caso, se
pueden agrupar las teorias de la emocién como cognitivas o sométicas. Las primeras consideran
la cognicion como parte esencial de las emociones y especificamente de la experiencia emocional
subjetiva; asi, por ejemplo, la emocion puede definirse como una reaccion afectivamente
importante, que involucra afecto, conciencia y valoracion de un objeto emocional, preparacién
para la accion y activacion automatica (Frijda, 1994, citado por Lopatovska y Arapakis, 2011), o
bien como una sincronizacion de diferentes procesos corporales, perceptuales y cognitivos
(Scherer, 2005, citado por Lopatovska y Arapakis, 2011). Por otro lado, las teorias somaticas
afirman que las emociones son producidas por procesos corporales, mas que por juicios cognitivos.
Estas perspectivas consideran las emociones como sistemas motivacionales primarios y asumen
una postura evolucionaria, en la que se destaca el caracter adaptativo e instintivo de las emociones
(por ejemplo, las posturas de Tomkins, 1984, Plutchik, 1980 o Ekman, 1984, citados por
Lopatovska y Arapakis, 2011).

Otra forma de clasificar las teorias sobre las emociones (relacionadas con la anterior
agrupacioén) es identificar enfoques de origen evolucionario y enfoques que conciben las
emociones como fendmenos totalmente determinados por la sociedad y la cultura. En todo caso,
la tendencia cientifica se orienta hacia una vision ecléctica e interaccionista que comprende
condiciones ambientales, reacciones fisiologicas y experiencias subjetivas, enfatizando la funcion
adaptativa de las emociones tanto para la supervivencia de la especie en el largo plazo, como para
las relaciones sociales inmediatas (Stryker, 2004). Una consecuencia de los debates arriba
mencionados es la conocida controversia acerca del caracter universal o culturalmente especifico
de las emociones. Esta tension teorica, a su vez, implica la pregunta acerca de si existe un grupo
de emociones que pueda identificarse independientemente del contexto sociologico y
antropologico (Thamm, 2004).

Adicionalmente, Soleymani et al. (2017) indican que los términos afecto, sentimiento (en inglés

feeling o sentiment), emocion y opinion han sido usados de forma intercambiable, y que existen
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muchas acepciones de emocion y sus conceptos relacionados, dependiendo de la teoria especifica
desde la cual se aborden. A continuacion, se presentan algunas definiciones, con base en la revisién
de Yadollahi, Shahraki, & Zaiane (2017) y Soleymani et al. (2017).

e Afecto: Termino abarcador para referirse de forma general a los sentimientos, emociones
0 estados de animo.

e Sentimiento: Actitud, pensamiento o juicio impulsado por una emocion; representacion o
experiencia subjetiva de una emocion. Los sentimientos implican a una persona que los
experimenta, una polaridad (positiva o negativa) y un objeto.

e Emocidn: Respuesta discreta a un evento particular interno o externo, significativo para el
organismo. Se considera un evento de corta duracién y alta intensidad. Como fenémenos
de corto plazo, las emociones requieren detonantes, involucran valoraciones cognitivas,
reacciones corporales, tendencias de accién, expresiones y sentimientos subjetivos. Para
efectos préacticos en tareas de andlisis de sentimiento, Munezero et al. (2014, citados por
Soleymani et al., 2017) diferencian emociones y sentimientos a partir de su duracion,
siendo las primeras de corto plazo y los segundos de largo plazo.

e Actitud: Se refiere a un juicio o pensamiento valorativo con respecto a algo (por ejemplo,
un individuo o un producto), que tiene una carga afectiva negativa, positiva o neutral.

e Estado de animo: Estado afectivo difuso menos intenso que una emocion, pero mas
duradero y prolongado en el tiempo (pueden durar horas o dias). Para los estados de animo
no existen detonantes aparentes.

e Opinidn: Juicio incierto y abierto al debate que no necesariamente tiene una carga
emocional. Refiere a un tdpico, un portador, un argumento (claim) y un sentimiento;
implica una interpretacion personal de la informacién y, a diferencia de las emociones, no

necesariamente se manifiesta en el comportamiento o la expresion.

Otra discusién relevante acerca de la naturaleza de las emociones tiene que ver con su
naturaleza discreta o continua (Lopatovska & Arapakis, 2011; Yadollahi, Shahraki, & Zaiane,
2017). Los tedricos discretos conciben la existencia de un conjunto de emociones basicas (seis o
mas) universalmente expresadas y reconocidas, que pueden ser identificadas incluso en otros

primates y que dependen de sistemas neuronales diferenciados. Entre tanto, los teéricos continuos
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plantean que las emociones basicas se definen a partir de la existencia de dos 0 mas dimensiones
(por ejemplo, valencia positiva-negativa, placer-displacer, nivel de arousal, dominancia-sumision,
etc.), que dependen de un sistema neurofisiolégico comln e interconectado. En términos de las
implicaciones para el presente proyecto, se puede anticipar que las tareas de mineria de datos
podrian orientarse a la prediccion (tratando las dimensiones emocionales como variables escalares)
0 a la clasificacion (concibiendo las emociones como variables categoricas). Una precision
conceptual importante para este estudio tiene que ver con la diferencia entre los atributos de
arousal y valencia (en el cual se basa nuestro analisis); el primer concepto remite a una reaccion
emocional basica, esto es, al nivel de activacion fisioldgica que un estimulo elicita, mientras que
el segundo concepto se refiere a una valoracion cognitiva subjetiva de qué tan placentero o
displacentero resulta un estimulo (Stadthagen-Gonzalez, Imbault, & Pérez Sanchez, 2017)

En todo caso, existe cierto acuerdo en torno a la idea de un grupo finito de emociones basicas,
gue no estan compuestas por otras emociones, aunque Lopatovska & Arapakis (2011) sefialan que
en la ciencia computacional el modelo de Ekman de seis emociones es el mas comunmente
empleado. La Tabla 2 presenta algunas de las clasificaciones méas conocidas, desde las dos

perspectivas presentadas.

Tabla 2. Diferentes modelos de las emociones basicas propuestos por los tedricos.

Tebérico  Afio Emociones bésicas Tipo
Ekman 1972 Ira, disgusto (asco), miedo, alegria, tristeza, sorpresa Discreto
Plutchik 1986 Ira, anticipacion, disgusto, miedo, alegria, tristeza, sorpresa, confianza Dimensional
Shaver 1987 Ira, miedo, alegria, amor, tristeza, sorpresa Discreto

Lovheim 2011 Ira, disgusto, angustia (distress), miedo, alegria, interés, vergiienza, sorpresa  Dimensional
Traducida de Yadollahi, Shahraki & Zaiane (2017).

Con relacién a la interface entre lenguaje y emocidn, resulta pertinente remitirse al concepto de
iconicidad fonoldgica (o simbolismo de los sonidos). Dingemanse, Blasi, Lupyan, Christiansen, &
Monaghan (2015) indican que, en contraste con la postura tradicional sobre la arbitrariedad del
signo lingtistico, en el lenguaje juegan un rol relevante tanto la arbitrariedad como la no
arbitrariedad. Especificamente, la no arbitrariedad del lenguaje puede darse en diferentes aspectos

de la forma linguistica, como la estructura del discurso, la sintaxis y la morfologia. Los autores



22

argumentan que, dada la variedad linguistica en los distintos idiomas humanos, la evidencia de
apoyo para esta caracteristica debe asumir una perspectiva transversal a través de distintas lenguas.

Igualmente, Dingemanse et al. (2015) diferencian dos fendmenos especificos de la no
arbitrariedad y la arbitrariedad. En primer término, esta la iconicidad (semejanza entre aspectos de
forma y significado), la cual implica la existencia de analogias de los procesos perceptuomotores
con el aprendizaje y la comprension del lenguaje, que podrian tener un caracter universal y por lo
tanto no arbitrario. Ejemplos clasicos de la iconicidad son las llamadas onomatopeyas —palabras
que imitan sonidos—, las cuales pueden presentar similitudes en distintos idiomas (la onomatopeya
para el ladrido de un perro en espafiol es guau, en japonés wan wan y en inglés es woof o bow
wow), Yy los idedfonos —palabras que permiten transmitir ideas o sensaciones (como los sonidos
empleados para referirse a los aumentativos o los diminutivos). Por otra parte, se encuentra la
sistematicidad (relacién estadistica entre los patrones de sonido de un grupo de palabras y el uso
de las mismas), que puede ser arbitraria, en la medida en que determinadas regularidades
fonologicas pueden ser especificas de determinados idiomas. El andlisis de corpus o diccionarios
ha revelado, por ejemplo, la consistencia de ciertas pistas fonoldgicas y prosédicas que permiten
distinguir sustantivos de verbos o indicar aspectos semanticos como la concrecion.

De forma mas puntual, y con base en el concepto de iconicidad, se ha planteado que existe un
cddigo de frecuencia asociado a ciertas letras: la /i:/ es cominmente empleada para expresar el
concepto de pequefiez 0 una actitud de sumision y produce un espectro sénico distinto al de la /o:/,
que usualmente se emplea para expresar agresividad o una actitud amenazante, incluso en primates
diferentes al homo sapiens sapiens, lo cual se sustenta en la hipdtesis del feedback articulatorio,
segun el cual existe una relacion bidireccional entre las emociones y la actividad de los muasculos
faciales que producen el lenguaje hablado, pues la activacion de estos masculos, en particular el
zigomatico mayor y el orbicular labial (asociados a la produccion del sonido de la /i:/ y de la /o:/,
respectivamente), influye sobre el flujo sanguineo afectando la temperatura cerebral y, por lo tanto,
la liberacion de neurotransmisores asociados a las emociones (Rummer, Schweppe,
Schlegelmilch, & Grice, 2014).

En todo caso, es importante anotar que la hipotesis de la iconicidad fonico emocional también
ha sido puesta a prueba con resultados negativos. Por ejemplo, en el campo de la literatura, en el

trabajo de Kraxenberger & Menninghaus (2016) no se pudo confirmar la conexién entre la
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frecuencia u ocurrencia de ciertas clases de vocales o consonantes y la percepcion del tono afectivo
de poemas escritos en aleman.

Esta discusion también se puede enmarcar en el concepto de modalidad cruzada (cross
modality), que se refiere a los efectos del procesamiento psicolégico de informacién con diferentes
cddigos. Es un fendmeno que se ha estudiado cominmente en los procesos senso-perceptuales (por
ejemplo, en estudios de modalidad cruzada se puede determinar si ciertas imagenes evocan
sensaciones olfativas). En el contexto del presente proyecto, se refiere a posibles interacciones
entre codigos linguisticos y cddigos emocionales o afectivos. Un concepto Util para abordar este
proyecto es el que proponen Aryani, Jacobs y Conrad (2013), quienes se refieren a esta interaccion

fonologico-semantica como iconicidad fonoldgica.



24

Método

Datos

Los datos empleados en este estudio fueron tomados de la tarea 1 del concurso SemEval-2018:
Affect in Tweets (Mohammad, Bravo-Marquez, Salameh, & Kiritchenko, 2018), orientada a la
identificacion del contenido emocional de un conjunto de tweets. Especificamente, se tomd la
subtarea 3 (V-reg), la cual planteaba el problema de predecir la intensidad de la valencia que mejor
representara el estado emocional del autor de un tweet. Para esta tarea de regresion, la variable
objetivo fue una puntuacion real continua, con valores comprendidos entre 0 (mé&s negativo) y 1
(mas positivo). Si bien los datasets proporcionados para las diferentes subtareas se encontraban en
inglés, espafiol y arabe, para este proyecto solamente fueron analizados los tweets en los primeros
dos idiomas. Los conjuntos de entrenamiento y desarrollo (prueba), anotados con la valencia

emocional, se distribuian como se presenta en la Tabla 3.

Tabla 3. Distribucién en entrenamiento y prueba (development).

Dataset Espafiol Inglés
Entrenamiento 1.566 (87%) 1.181 (72%)
Development 229 (13%) 449 (28%)

Elaboracién propia.

Para la anotacién de los datasets, los compiladores de SemEval emplearon el método de
Escalamiento Mejor menos Peor (B-WS, por su sigla en inglés), un método comparativo que
mostré confiabilidad y capacidad discriminativa. En este método, un grupo de anotadores
convocados Yy seleccionados en una plataforma de crowdsourcing, evaluaron tuplas de 4 tweets,
los cuales tenian que ordenar segln la propiedad de interés (intensidad de la valencia emocional);
el ranking obtenido para cada tweet fue transformado a un valor real, calculado como la proporcién
de veces que fue calificado con la mayor intensidad menos la proporcién de veces que fue
calificado con la menor intensidad. Finalmente, las puntuaciones resultantes se escalaron en un
rango de 0 a 1. Especificamente, la confiabilidad de estas puntuaciones fue verificada mediante el
método de division por mitades (Kuder y Richardson, 1937, citados por Mohammad, Bravo-
Marquez, Salameh, & Kiritchenko, 2018), consistente en dividir aleatoriamente las puntuaciones

de las tuplas en dos grupos y luego obtener la correlacion media entre las dos series, con resultados
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entre 0,82 y 0,92, valores cercanos a 1 que se pueden interpretar como un alto grado de consistencia
o reproducibilidad de las puntuaciones de valencia obtenidas para los tweets.

Con respecto al tratamiento de los datos, se emplearon los lenguajes de programacion Python
y R, siguiendo el esquema general en un proceso de machine learning: pre procesamiento,

entrenamiento y evaluacion. A continuacion, se describe cada una de estas etapas.

Pre procesamiento de los tweets

En términos de la primera fase, las tareas realizadas fueron 1) limpieza y tokenizacion por palabras
de los Tweets, 2) transcripcion fonética de los tokens obtenidos, y 3) vectorizacion TF-IDF de los
tokens de palabras y los tokens de fonemas extraidos en los pasos anteriores. Para la limpieza y
tokenizacion se empled la biblioteca NLTK -Natural Language Toolkit (Bird, Loper, & Klein,
2009) de Python, con la cual se cre6 un algoritmo para eliminar de todos los tweets los siguientes
elementos: menciones a url’s y usuarios (@), nimeros (en digito y en letra), caracteres especiales,
puntuaciones y parentesis; adicionalmente, el contenido fue normalizado, dejando todo en
minusculas, eliminando la acentuacién (tildes y diéresis) y removiendo las stop words respectivas
de cada idioma. Hay que aclarar que en la tokenizacion no se aplicaron técnicas de estematizacion
o lematizacion, pues dado que el objetivo fue valorar la contribucion de los fonemas en la
prediccidn de la valencia emocional, se considerd relevante conservar posibles inflexiones en las
palabras (por ejemplo, diminutivos o aumentativos) que potencialmente aportarian a la
connotacion afectiva de los tweets.

Para la fonetizacion de los tokens obtenidos en el paso anterior se empled EPITRAN, un sistema
multilingiie G2P (grapheme to phomene), open source y con una licencia MIT (Mortensen,
Dalmia, & Littell, 2018) para Python. Entre las ventajas de este sistema se encuentran su amplia
cobertura (61 idiomas), asi como la posibilidad de transcripcion a través de diferentes estandares
fonéticos (IPA, X-SAMPA); para este proyecto se empled el alfabeto fonético internacional —IPA.

Finalmente, en la primera etapa se realizd un proceso de vectorizacién de las palabras y los
fonemas. Este proceso de feature extraction del contenido léxico del corpus de entreamiento y
prueba se realizé con el algoritmo TF-IDF (Term Frequency — Inverse Document Frequency),
disponible en la libreria de quanteda (Benoit, et al., 2018) para R. Este indice se aplicd para
establecer la relacidn entre cada token (palabra o fonema) y el conjunto completo de tweets

empleados de entrenamiento y prueba, para establecer la especificidad o comunalidad de cada
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token, lo que implica que los términos con valores altos de TF—IDF son distintivamente frecuentes
en un tweet, en comparacion con el resto de tweets de la coleccion completa (Lavin, 2019). En
este algoritmo, la frecuencia de un término (TF) corresponde a la ocurrencia especifica de un token
dentro de un tweet, mientras que la frecuencia del documento (DF) implica la cantidad de
ocurrencias de un token especifico en la coleccion total de documentos, por lo que la frecuencia
inversa de documento (IDF) es una medida de qué tan comun es un token en el total de tweets. Es
importante aclarar que el calculo de la ponderacion TF-IDF se realizd por separado para cada
dataset (entrenamiento y prueba), con el fin de minimizar los riesgos de sobreajuste de los modelos
entrenados posteriormente. Especificamente, la frecuencia de un término (token de palabras o

fonemas) por documento (tweet), fue calculada como

TFeq = : Q)

siendo t un token especifico y d un tweet del dataset; por lo tanto, la frecuencia del término (TF)
corresponde a la cantidad de veces que aparece el token en relacién con el conjunto total de tokens
del tweet.

Entre tanto, la frecuencia inversa del documento para un término dado (/DF,) fue computada

como

N

donde N corresponde al nimero total de documentos (tweets) en el dataset y DF; es la frecuencia
del documento para el término t (el nimero de tweets del dataset que contienen el término t); en
el algoritmo de quanteda se suma un valor de 1 a esta ecuacién para no ignorar los términos con
un IDF de cero, es decir, que ocurren en todos los tweets del dataset.

Finalmente, para cada término se obtiene el TF—IDF como el producto de los dos anteriores,

mediante la expresion

TF — IDF 4y = TFyq * IDF, 3)
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La vectorizacion se realizé por unigramas, donde cada palabra o cada fonema constituy6 una
variable predictora, es decir, se crearon features de un solo token. Con respecto a la bolsa de
palabras del corpus de tweets, el algoritmo de vectorizacion se parametrizO para crear un
diccionario Unicamente con las palabras que tuvieran una frecuencia minima de dos (2) en el data
set de entrenamiento; esto, con el propdsito de reducir la dispersion (sparsity) del conjunto de datos
resultante (en cada idioma se identificaron inicialmente méas de 4.000 palabras), por tratarse un
problema regresion del tipo p >> n (mayor nimero de variables en comparacion con el nimero de
observaciones), en el cual el riesgo de sobreajuste es muy alto por el alto grado de dimensionalidad.
Para terminar, se debe afadir que no se utilizaron recursos adicionales (por ejemplo, lexicones
disponibles o feature extraction de aspectos sintacticos de los tweets), pues el proposito del estudio
fue analizar la posible contribucion de los features fonéticos a la capacidad predictiva de los
modelos creados Unicamente a partir del 1éxico propio del corpus analizado.

Entrenamiento de los modelos de prediccion

En la segunda fase se procedio al entrenamiento de diferentes modelos de prediccion, basados en
el uso de técnicas de regresion lineal matliple. El factor experimental que vari6 durante la fase de
entrenamiento fue el grado de reduccion en la cantidad de variables predictoras. De esta forma, se
partié de 1) una linea de base en la cual se entrenaron modelos de regresidn con la totalidad de las
palabras y fonemas identificadas en la fase de vectorizacién; posteriormente, 2) se entrenaron
modelos de regresion despueés de aplicar técnicas de feature selection mediante regularizacion por
redes elasticas, sin establecer un ndmero fijo de variables a seleccionar; finalmente, 3) se
entrenaron modelos de regresion después de aplicar técnicas de feature selection mediante
regularizacion por redes elasticas, pero esta vez limitando el nimero de variables predictoras a una
cantidad determinada. El proposito de esta reduccion gradual en el nimero de variables fue
disminuir el sobreajuste de los modelos obtenidos, asi como aumentar la interpretabilidad de los
resultados obtenidos.

De esta forma, en cada nivel de reduccion de variables se entrenaron modelos solamente con
palabras, solamente con fonemas, o combinando palabras y fonemas. Como se explico
anteriormente, el propdsito de esta modelacién fue identificar la capacidad especifica de cada
fonema en espafiol o en inglés para predecir la valencia emocional de los tweets (a partir de sus

coeficientes de regresion f), asi como establecer el grado de contribucion de la inclusion de los
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fonemas en esta tarea de prediccidn, con respecto a un modelo simple de Bag of Words

normalizado mediante TF-IDF.

Tabla 4. Modelos entrenados como parte de las variaciones experimentales del proyecto.

Grado de reduccion de los predictores Modelos
Modelos con todos los tokens extraidos 1. Unigramas de palabras
en la vectorizacion TF-IDF 2. Unigramas de fonemas
3. Unigramas de palabras y fonemas
Modelos con Feature Seleccidn sin 4. Unigramas de palabras
definir un ndmero fijo de variables 5. Unigramas de fonemas
6. Unigramas de palabras y fonemas
Modelos con Feature Seleccion 7. Unigramas de palabras
definiendo un nimero fijo de variables 8. Unigramas de palabras y fonemas (partiendo de todas las
palabras y fonemas)
9. Unigramas de palabras y fonemas (partiendo de las palabras

seleccionadas y agregando los fonemas)

Elaboracidn propia.

En términos generales, los modelos lineales estan orientados a la regresion de una variable
objetivo, la cual se espera que sea una combinacion lineal de los features de entrada (palabras o
fonemas). De esta forma, si y es el valor predicho (la valencia afectiva de un tweet, en este caso),

el modelo se puede expresar como
Yw,x) = wy + wixy + - + wpx, 4)

siendo w, el intercepto del modelo y w = (wy, ..., wp) el vector de coeficientes de regresion
estimado para las variables de entrada (los TF-IDF de los tokens de palabras o fonemas). De esta
forma, el algoritmo de scikit-learn ajusta un modelo lineal con estas constantes, que minimiza la
suma de los residos cuadraticos entre los valores observados y los predichos en la variable objetivo.

Formalmente
. N2
min{|Xw — yl|z (5)

Para esto, se emplea el método ordinario de minimos cuadrados (OLS, por su sigla en inglés),

el cual, ademas de asumir la linealidad de la relacion entre los componentes de la matriz X y la
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variable objetivo, parte del supuesto de independencia entre los features utilizados para la
definicion del modelo y, por tanto, para la prediccién de la variable objetivo (ausencia de
multicolinealidad).

Ahora bien, al abordar un problema de prediccion mediante un modelo de regresion lineal
multiple es posible encontrar situaciones en las cuales se dispone de un gran nimero de variables
(algo comun en las tareas de procesamiento del lenguaje natural, dada la amplia variedad léxica
de los distintos idiomas), por lo que resulta importante determinar cuéles variables explicativas
deberian entrar al modelo de prediccion (Gonzalez Vidal, 2015). Esto es asi, si se tiene en cuenta
que al incluir un nimero muy grande variables se corre el riesgo de sobreajustar el modelo, lo que
implica que su capacidad de prediccion en datos nuevos va a disminuir (poco sesgo, mucha
varianza), mientras que si se dejan muy pocas variables el nivel de ajuste del modelo disminuye,
pero es probable que al predecir nuevos resultados con datos diferentes a los del entrenamiento los
resultados sean mas consistentes (mayor sesgo, menor varianza). Ademas de enfrentar el clasico
dilema de sesgo-varianza en el contexto del machine learning, la reduccion del nimero de
variables independientes en un modelo de regresion lineal maltiple disminuye el grado de
multicolinealidad, por lo que aumenta la confiabilidad del modelo.

Si bien existe una gran variedad de técnicas para realizar este proceso de reduccion, en este
proyecto se emple6 un método de minimos cuadrados penalizados (regresion por regularizacion),
los cuales imponen una penalizacion para reducir el valor de algunos de los valores del vector de
coeficientes w, con el fin de evitar el sobreajuste del modelo e identificar las variables de mayor
capacidad explicativa. Una de las preguntas con respecto a este tipo de métodos tiene que ver con
el valor del parametro de penalizacion, lambda (1), el cual depende del algoritmo de reduccion que
se aplique (Gonzalez Vidal, 2015).

Por una parte, los modelos lineales tipo Lasso (Least Absolute Shrinkage and Selection
Operator), introducidos por Tibshirani en 1996 (Guerra de la Corte, 2016), realizan el proceso de
seleccién de variables al afiadir un factor de penalizacion a un modelo de minimos cuadrados que
lleve a cero (0) los coficientes w pequefios (norma L1), lo que corresponde a un proceso de

optimizacion que formalmente puede expresarse como

. - - _ 2 6
i ——— 1w = yII3 + Allwll, ©)
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Por su parte, la regularizacion tipo Ridge realiza el proceso de regularizacion al aplicar una
penalidad basada en la norma L2, con lo cual el parametro de penalizacion es un valor cuadratico
que permite minimizar el valor de los coeficientes del modelo, sin que los lleve necesariamente a
cero como en una regresion Lasso, por lo que la funcion de costo en la una regresion Ridge se

experesa como

1
. ol 2 7
mino——[1Xw = ylI3 + Allwll3 (7)

Ahora bien, una red elastica es un método de regularizacion que combina los dos términos de
penalizacion, por lo cual incluye las ventajas de los métodos Ridge (aumentar la capacidad
explicativa de ciertas variables y disminuir la de otras, especialmente cuando hay una situacién de
multicolinealidad) y Lasso (disminuir el nimero de variables, al reducir algunos coeficientes a
cero) (Zou & Hastie, 2005). Asi, una regularizacion por redes elasticas permite reducir la

dimensionalidad en un problema de aprendizaje automatico, con la siguiente funcion de costo

1 e , .
W 2n casos 1Xw = yliz + Allwlly + Allwll; (8)

Dado que la regresion por redes elésticas es un método de reduccion de variables, ademas de
ayudar a encontrar una solucion equlibrada entre sesgo y varianza, presenta diferentes ventajas.
Por ejemplo, al seleccionar solamente algunas variables, la interpretabilidad del modelo mejora y
se disminuye el grado de multicolinealidad entre los features empleados como predictores
(Melkumova & Shatskikh, 2017).

Estos procedimientos de reduccién de la dimensionalidad se llevaron a cabo con la libreria
glmnet de R (Friedman, Hastie, & Tibshirani, 2010), la cual reduce el nimero de features a partir
de un modelo matematico de gradiente descendiente, que busca minimizar el indicador de error
definido por el usuario, que en el presente proyecto fue el Error Cuadratico Medio (MSE, por su
sigla en inglés). Para la identificacion del valor 6ptimo de penalizacién en la red elastica
(hiperparametro lambda A), se parametriz6 el algoritmo con un proceso de validacion cruzada (con
10 foldings, los definidos por defecto en la libreria, extraidos del dataset de entrenamiento) y una
secuencia de 1.000 valores de A con el fin de identificar el 6ptimo para la funcion objetivo descrita
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anteriormente. Dado que el algoritmo tiene un componente aleatorio, el proceso de regularizacion
se repitio con cinco valores semilla distintos para verificar la consistencia de los resultados; dado
que los resultados fueron consistentes (por ejemplo, el orden relativo de los coeficientes de

regresion), en la seccion de resultados se reportan los ultimos valores obtenidos.

Evaluacion del desempefio de los modelos de regresion
La tercera fase de procesamiento consistio en la evaluacion del desempefio de los modelos
extraidos. Para esto, se calcularon diferentes métricas de ajuste, tanto en el conjunto de
entrenamiento como en el conjunto de prueba. Para empezar, dado que, en el concurso SemEval-
2018 la métrica de evaluacién fue la correlacion de Pearson entre las puntuaciones de valencia
asignadas por el modelo y las puntuaciones de valencia del gold standard (contenidas en el dataset
de evaluacion que no fue abordado en este proyecto), para el presente proyecto esta fue la primera
métrica calculada. También se tuvieron en cuenta otras métricas sensibles al nivel de precision en
la prediccion de la variable objetivo, la cual, al ser un escalar continuo entre 0 y 1 se considera
como de “grano fino” (fine grained); es decir, el objetivo de la tarea vas mas alla de la clasificacion
en categorias discretas mas “gruesas”, pues pretende acercarse lo mas posible al valor mas cercano
posible al valor del gold standard.

El coeficiente de correlacion de Pearson es una medicion de la relacion lineal entre dos variables
que supone la normalidad de la distribucion de las variables de origen y fluctla entre -1y 1. Se
puede decir que a medida que su valor se acerca a uno (1) absoluto, la relacion entre las variables

es mas fuerte (positiva o negativamente). Su calculo se realiza a travées de la expresion

o SE-D0-)
VG730 -9

©)

donde x y y corresponden a la media de los vectores x y y, que en este caso equivalen a los valores
reales y a los predichos por el modelo.

Ademas, se calcularon las métricas correspondientes al Error Medio Absoluto (MAE, por su
sigla en inglés), la Raiz del MSE (RMSE, por su sigla en inglés) y el coeficiente de determinacion
(R?) o Varianza explicada. EI MAE es un indicador del grado de diferencia entre la prediccion y

el valor observado, que asume que las dos variables son expresiones del mismo fenémeno; asi,
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para n observaciones, equivale al promedio de los errores absolutos (en la misma escala de medida

original) y se obtiene como

n-—1

1
MAE(y;, ;) = ;z lyi — 9l (10)
i=0

El MSE es un estimador del promedio de los residuos cuadréticos. Por ser el segundo momento
de la distribucion de los errores de prediccion incorpora la varianza y el sesgo de los estimadores
del modelo; al calcular su raiz cuadrada se obtiene el RMSE, el cual se puede interpretar como el
error estandar de la prediccion (la desviacion estandar de la distribucion de los errores de

prediccion). Con n observaciones, su célculo se realiza con la expresion
n-—1
Ay 1 o N2
MSEGo9) == > 0= 9 (1)
i=0

En cuanto al coeficiente de determinacion (R?) corresponde a la varianza explicada, es decir, la
proporcién de la varianza de la variable objetivo que es predecible a partir de los predictores
incluidos en el modelo de regresion; en otras palabras, es una medida de qué tan bien los valores
observados de la variable objetivo son replicados por el modelo. Este indicador de bondad de ajuste
de un modelo puede arrojar valores negativos, implicando que la media de los valores empleados
en el entrenamiento corresponde a un modelo de mejor ajuste (el modelo estimado puede ser
arbitrariamente peor). De esta forma, si X7, (y; — 9;)? es la sumatoria de los residuos cuadraticos

y ¥; el promedio de los valores observados, el R? se calcula como

?=1(}’i - 91‘)2
i —y)?

R*(y,9) =1— (12)

Finalmente, se calcul6 el Criterio de Informacion de Akaike (AIC, por su sigla en inglés), un
indicador de la calidad relativa de un modelo, en comparacion con otros modelos. Este calculo se

baso en la expresion



33

AIC = -2 *log(L) + 2k (13)

Donde L corresponde a la funcién de verosimilitud estimada a partir de la desviacion entre el
modelo obtenido y el modelo tedrico esperado (o modelo nulo) y k al nimero de parametros del
modelo (incluyendo el intercepto). Dado que el AIC también se puede interpretar como un
indicador del grado de parsimonia de un modelo, entre mas bajo sea su valor, mejor sera un modelo

(como su valor puede oscilar entre —o ¢ oo, sera mas bajo entre mas se acerque a —o).
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Resultados
Para empezar, se presentan algunas estadisticas descriptivas de la variable objetivo (Tabla 5).
Como es de esperar, la media de las puntuaciones es cercana al valor medio de la escala (,5) en
todos los datasets, con una desviacién estandar equivalente al 20% de la escala y un error estandar
que, por el tamafio de muestra, es menor en los conjuntos de entrenamiento. Con respecto a la
distribucion de esta variable, se encuentra un patron cercano a la normalidad estadistica, como se

presenta en la Figura 3.

Tabla 5. Estadisticas descriptivas de la valencia emocional en los diferentes datasets.

Dataset N Media DE EE IC (95%)
Espafiol — Entrenamiento 1.562 ,500 ,214 ,005 ,489 ,510
Espafiol — Prueba 229 ,516 ,218 ,014 487 ,544
Inglés — Entrenamiento 1.181 ,501 ,209 ,006 ,489 ,512
Inglés - Prueba 449 ,485 ,226 ,011 464 ,506

Elaboracidn propia.
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Figura 3. Distribucion de las puntuaciones de valencia emocional en los diferentes datasets.

A continuacion, se describen los resultados obtenidos para los diferentes modelos de regresion

evaluados.
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Primer conjunto de modelos: con todos los unigramas de palabras y fonemas extraidos en
la vectorizacion
Al aplicar el algoritmo de vectorizacion con normalizacion TF-IDF en los datasets, se extrajeron
4.174 unigramas de palabras en espafiol y 4.342 en inglés; no obstante, como se explicd
anteriormente, el diccionario se redujo solamente a las palabras con una ocurrencia minima de dos
en el dataset, por lo cual quedaron 1.403 palabras en espafiol y 1.437 en inglés. Igualmente, se
identificaron 27 unigramas de fonemas en espafiol y 38 en ingles.

A partir de estas variables predictoras, sin realizar ningin tipo de feature selection por
regularizacion, se generaron los modelos de regresion que pretendian servir como linea de base.
La Tabla 6 contiene las métricas empleadas para la evaluacion del desempefio de los modelos en

cada uno de los datasets.

Tabla 6. Métricas de evaluacion del desempefio del modelo base y los modelos experimentales, sin

aplicar técnicas de regularizacion.

Modelo Dataset Pearson R? RMSE MAE AIC
Espafiol — Entrenamiento 97 ,95 ,05 ,03 -2327,59
. Espafiol — Prueba ,04 ,00 1,04 ,61 -
1. Unigramas de palabras ) .
Inglés — Entrenamiento 1,00 1,00 ,01 ,00 -4500,57
Inglés — Prueba ,06 ,00 63,21 32,15 -
Espafiol — Entrenamiento 31 ,10 ,20 A7 -492,40
. Espafiol — Prueba 24 ,06 21 A7 -
2. Unigramas de fonemas ) .
Inglés — Entrenamiento 33 A1 ,20 ,16 -401,16
Inglés — Prueba 11 ,01 23 ,19 -
Espafiol — Entrenamiento ,98 ,96 ,04 ,02 -2534,01
3. Unigramas de pa|abras ESpaﬁOI — Prueba ,04 ,00 1,01 61 -
+ unigramas de fonemas  |nglés — Entrenamiento 1,00 1,00 01 ,00 -5603,22
Inglés — Prueba ,04 ,00 1716,15 770,94 -

Elaboracidn propia.

Como era de esperar, las métricas muestran que hay un sobreajuste, consecuencia del alto
numero de caracteristicas de entrada sin proceso de depuracion. Por ejemplo, los valores del error
medio en los modelos 1 y 3 generados con los tweets en inglés, exceden de lejos el valor maximo

de la escala de valencia. No se profundiza el analisis de estos resultados, pues carecen de validez.
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Segundo conjunto de modelos: con feature selection de unigramas de palabras y fonemas

A continuacion, se expone el desempefio de los modelos después de aplicar la técnica de
regularizacion por redes elasticas para eliminar las unidades linguisticas que no contribuian a la
prediccion de la valencia emocional de los tweets, y de esta forma reducir la complejidad del
modelo para lograr una mayor parsimonia e interpretabilidad, asi como una menor probabilidad
de sobreajuste. Como se explico en la seccion de método, dado que la eleccion del hiper parametro
de penalizacion lambda (1) puede ser arbitraria, el algoritmo de cvglmnet afiadié un componente
de validacion cruzada para iterar el ajuste del modelo hasta encontrar el valor mas cercano al
optimo posible, con el fin de reducir el valor de la funcidn de costo (los residuos cuadraticos, en
el caso de un modelo de regresion lineal).

En esta segunda etapa de analisis se evaluaron tres tipos de modelos: solamente con unigramas
de palabras, solamente con unigramas de fonemas y con la combinacion de unigramas de palabras
y fonemas. Al aplicar los diferentes vectorizadores en los datasets, se extrajeron 319 unigramas de
palabras en espafiol y 382 en inglés (Modelo 4), 18 unigramas de fonemas en espafiol y 20 en
inglés (Modelo 5), y 338 unigramas de palabras + fonemas en espafiol y 336 en inglés (Modelo 6).
La Tabla 7 presenta las métricas obtenidas.

Tabla 7. Métricas de evaluacion del desempefio del modelo base y los modelos experimentales,

después de aplicar técnicas de regularizacion.

Modelo Dataset Pearson R? RMSE MAE AlC
Espafiol - Entrenamiento 78 ,62 14 12 -599,50
) Espafiol — Prueba ,59 ,35 ,18 15 -
4. Unigramas de palabras ) .
Inglés — Entrenamiento ,86 75 12 ,10 -728,51
Inglés — Prueba 51 ,26 ,19 ,16 -
Espafiol — Entrenamiento ,30 ,09 ,20 17 -29,64
. Espafiol — Prueba 23 ,05 21 ,18 -
5. Unigramas de fonemas ) .
Inglés — Entrenamiento 32 ,10 ,20 ,16 -34,97
Inglés — Prueba ,07 ,01 23 ,19 -
Espafiol — Entrenamiento ,80 ,64 14 11 -634,94
6. Unigramas de palabras Espafiol — Prueba 59 35 18 15 -
+ unigramas de fonemas  |nglés — Entrenamiento 85 72 12 10 -638,24
Inglés — Prueba 48 ,23 ,20 ,16 -

Elaboracion propia.
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Una primera observacion con respecto a estos resultados es que en, en general, se logra reducir
notablemente el nivel de sobreajuste, aunque el problema persiste en alguna medida. En relacion
con el objetivo de este proyecto (determinar el aporte de los fonemas a la prediccion de la valencia),
se encuentra un desempefio ligeramente superior en el modelo combinado al compararlo con el
modelo de solo palabras, los que se ve reflejado especificamente en los valores del AIC (las demas
métricas tienen un comportamiento muy similar). En el modelo combinado se conservaron 10
fonemas en esparfiol y 7 fonemas en inglés (ver Tablas 8 y 9), los cuales, al parecer, contribuyen a
mejorar la prediccion especialmente en los valores medios, como se puede ver en la Figura 4.
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Figura 4. Valores observados vs predichos, en los datasets de prueba (development) en espariol

y en inglés, a partir de los modelos de regresion después de la regularizacion.
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Una posible interpretacion de los resultados expuestos es que, aungue no se aumente el poder

explicativo del modelo al agregar los fonemas, estos Gltimos podrian sustituir algunas palabras en

los modelos base. Las tablas 8 y 9 presentan los fonemas seleccionados (y eliminados) mediante

el mecanismo de feature selection para el modelo 5 (solo fonemas) y para el modelo 6 (palabras +

fonemas), indicando los coeficientes de regresion en cada caso.

Tabla 8. Fonemas seleccionados y eliminados en espafiol, indicando sus coeficientes de regresion.

Fonema _ Sonido (htps:les wikipecia org/wiki/Fonema) fonemas ¢ fonemas
1S ts Africada alveolar sorda ,072 Eliminado
X i g Fricativo velar (grafias g y j) ,055 ,047
g gu Obstruyente velar sonoro (grafias g y gu) ,036 Eliminado
f f Labial, fricativo, sordo, oral ,031 Eliminado
b b, v Obstruyente bilabial sonoro (grafias: b, vy w) ,029 Eliminado
i i,y Vocaélico palatal y apertura minima ,025 Eliminado
a a Vocalico de apertura maxima ,014 Eliminado
tf ch Africada pos alveolar sorda ,0003 Eliminado
r r Vibrante simple (grafia -r-, -r) -,004 -,015
j i Vocalico -,011 Eliminado
t t Oclusivo (coronal-)alveolar sordo -,014 Eliminado
u u Vocalico velar de apertura minima -,024 -,012
k ¢, k, g Oclusivo velar sordo (grafias ¢, quy k) -,024 -,001
[t ths Africada lateral alveolar sorda -,034 Eliminado
p p Oclusivo (bi)labial sordo -,067 -,042
r rre Vibrante multiple (grafia -rr-, r-) -,068 -,030
n n Nasal (coronal-)alveolar -,075 -,027
d d Obstruyente coronal-alveolar sonoro (al6fonos: [d], [6]) -,089 -,083
S ¢, S,z  Fricativo (coronal-)alveolar (grafia s) Eliminado Eliminado
e e Vocaélico palatal de apertura media Eliminado -,026
0 0 Vocdlico velar de apertura media Eliminado Eliminado

| | Lateral (coronal-)alveolar Eliminado -,001

j I,y  Sonorante palatal (grafia y, en zonas yeistas también Il) Eliminado Eliminado
m m Nasal labial (alofono usual: [m], ante a una f: [m]) Eliminado Eliminado
w u Vocalico Eliminado Eliminado
n A Nasal palatal Eliminado Eliminado
I h Fricativo, laringal Eliminado Eliminado

Elaboracidn propia.
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Tabla 9. Fonemas seleccionados y eliminados en inglés, indicando sus coeficientes de regresion.

Fonema Ejemplos Sonidos Rasgos distintivos minimos I?g;zr;ﬂg Bitﬁo%aelg]t;rsas

| leg, little Alveolar lateral ,270 117

j yes, yellow Palatal aproximante ,118 Eliminado
i see, heat Vocalico ,078 Eliminado
m man, lemon Nasal plosiva (nasal) ,071 Eliminado
tf check, church Palato-alveolar africada ,064 ,050

0 put, could Vocalico ,034 ,010

0 think, both Inter-dental fricativa ,026 Eliminado
dz just, large Palato-alveolar africada ,016 Eliminado
\ voice, five Labio-dental fricativa ,011 Eliminado
g give, flag Velar plosiva ,003 Eliminado
2 call, four Vocalico -,004 -,0001
p pet, map Nasal plosiva -,016 Eliminado
1 real, grow Alveolar aproximante -,026 Eliminado
0 the, mother Inter-dental fricativa -,026 Eliminado
S sun, miss Alveolar fricativa -,030 Eliminado
n no, ten Alveolar plosiva (hasal). -,040 Eliminado
® cat, black Vocalico -,043 -,004

t tea, getting Alveolar plosiva -,077 Eliminado
k cat, back Velar plosiva -,085 Eliminado
d did, lady Alveolar plosiva -,093 -,015

e met, bed Vocalico Eliminado Eliminado
I bird, heard Vocalico Eliminado Eliminado
1 sing, finger Velar plosiva (nasal) Eliminado Eliminado
z 200, lazy Alveolar fricativa Eliminado Eliminado
€ turn, learn Vocalico Eliminado Eliminado
) away, cinema Vocalico Eliminado Eliminado
a law, caught Vocalico Eliminado Eliminado
a arm, father Vocalico Eliminado Eliminado
u blue, food Vocalico Eliminado Eliminado
w wet, window Velar aproximante Eliminado Eliminado
0 boat, low Vocalico Eliminado Eliminado
I hit, sitting Vocalico Eliminado Eliminado
A cup, luck Vocalico Eliminado -,010

b bad, lab Nasal plosiva Eliminado Eliminado
f find, if Labio-dental fricativa Eliminado Eliminado
h how, hello Glotal fricativa Eliminado Eliminado
i) she, crash Palato-alveolar fricativa. Eliminado Eliminado
3 pleasure, vision Palato-alveolar fricativa. Eliminado Eliminado

Elaboracidn propia.
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Aunque los fonemas por si solos tienen una capacidad predictiva muy pequefia, es importante
notar que, al combinarlos con las palabras, los fonemas que se conservan en los modelos de
regresién mantienen el signo (y en inglés el orden relativo), aunque llama la atencion que en los
modelos combinados aparecen algunos fonemas que habian sido eliminados. También es
interesante agregar que en espariol se conservan practicamente solo fonemas negativos y que en
los dos idiomas solamente hay coincidencia en un fonema (d), el cual, en ambos casos, tiene el

valor negativo més alto.

Tercer conjunto de modelos: con feature selection de unigramas de palabras y fonemas,
limitado a un numero fijo de tokens

El dltimo conjunto de modelos se basé nuevamente en una seleccion de variables con redes
elasticas, pero limitando el nimero de variables predictoras a una cantidad determinada. Si bien
existe controversia en relacion con este punto, una de las reglas de oro sugiere un minimo de 20
casos por variable (Austin & Steyerberg, 2015); asi, puesto que el dataset de entrenamiento en
espariol estaba conformado por 1.562 tweets y el dataset en inglés por 1.181 tweets, se parametriz6
el algoritmo de regularizacion para elegir los 78 atributos mas importantes en espafiol y los 59 méas
importantes en inglés. Ademas de reducir el riesgo de sobreajuste y ganar en parsimonia, esto
facilita la interpretacion de los resultados, en términos de las unidades Iéxicas y fonoldgicas que
aportan a la prediccién de la valencia emocional. Para este tercer conjunto de modelos se hicieron
las siguientes variaciones: un primer modelo base solamente con unigramas de palabras (modelo
7); un segundo modelo en el cual se iniciaba con todas las palabras y todos los fonemas, para
seleccionar las 78 0 59 unidades méas importantes en espafiol y en inglés, respectivamente (modelo
8); y un tercer modelo, en el cual se tomaban las 78 o 59 palabras seleccionadas en el modelo 7 y
se combinaron con los 18 fonemas seleccionados en espafiol o con los 20 fonemas seleccionados

en inglés (modelo 9). La siguiente tabla presenta las métricas de desempefio alcanzadas.
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Tabla 10. Métricas de evaluacion del desempefio del modelo base y los modelos experimentales,

después de aplicar técnicas de feature selection con un nimero restringido de atributos.

Modelo Dataset Pearson R? RMSE MAE AlC
Espafiol - Entrenamiento ,60 ,36 ,18 ,15 -139,84
. Espafiol — Prueba ,53 ,28 19 ,16 -
7. Unigramas de palabras ) .
Inglés — Entrenamiento ,63 ,39 ,18 ,15 -105,24
Inglés — Prueba 41 17 21 ,18 -
Espafiol — Entrenamiento ,62 ,39 ,18 ,15 -137,18
8. Unigramas de palabras Espafiol — Prueba 51 126 19 16 -
+ unigramas de fonemas  |nglés — Entrenamiento 64 41 18 15 -104,60
Inglés — Prueba ,38 14 21 ,18 -
Espafiol — Entrenamiento ,70 ,49 ,15 12 -159,04
9. Unigramas de palabras Espafiol — Prueba 54 30 18 15 -
+ unigramas de fonemas  |nglés — Entrenamiento 74 54 14 A1 -132,02
Inglés — Prueba 44 ,20 21 17 -

Elaboracion propia

Con respecto al modelo de solo palabras (7) y al primer modelo combinado (8), se encuentran
unas métricas inferiores a las obtenidas en la etapa anterior (disminuyen la correlacion y el
coeficiente de determinacion, mientras que aumentan los indicadores de error y el AIC), aunque
también hay un menor grado de sobreajuste. Ahora bien, al afiadir los fonemas a los modelos de
prediccion, se encuentran mejoras en el desempefio; por ejemplo, ademas de las palabras en el
modelo 8 fueron seleccionados cinco fonemas en espariol (uno positivo: X, y cuatro negativos: n,
r, p, d) y tres en inglés (todos positivos: I, tfy j). Sin embargo, en este modelo no se observa una
mejora notable en los indicadores de ajuste. Finalmente, en el modelo 9, que combind las palabras
identificadas en el modelo 7 y los fonemas seleccionados en el modelo 5, si se evidencia un mejor
desempefio pues aumentan la correlacion y el R?, mientras que disminuyen los errores y el AIC.

Con respecto a la distribucion de las predicciones y su relacién con los valores observados
(Figurab), se vuelve a observar el efecto de agregar los fonemas. Por una parte, se logra una mayor
diferenciacion de las valencias en los niveles intermedios de la escala, que tienden a concentrarse
casi exclusivamente en ,5 cuando se usan solamente palabras (posible contribucién a la
desambiguacion cuando solamente hay atributos Iéxicos). Igualmente, parece haber mas valores
predichos por debajo del punto medio, lo que sugiere que el aporte de los fonemas podria ser mas

importante en relacion con los estados afectivos negativos.
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Espariol Inglés

A. Modelo con solo palabras

o | E
L]
@ | L] @ |
= =
a . a "
. . P
2 . 2 .
2 a —
S o | S e 3 o | -t
2 o = @ o . - . -
2 M PRI L £ n " Ty o Jr-- "
E - Hw . l-i'—".i\. - ® - g A
& - -‘.".'-'-“."'ﬂ'- anmE " "= - & Ty . " -
< = L . < o - .
2 s
8 8 - -
i o
o | o
2 =
o | o |
= =
T T T T T T T T T T T T
0.0 02 04 06 08 10 0.0 0.2 04 06 08 1.0
Observados Develoment Espariol Observados Develoment Inglés
B. Modelo con palabras + Fonemas (partiendo de todos los tokens de palabras y fonemas)
o | <
& &~ L]
o E
] 3 - % s
@ [ ]
2 - " [ L |
@ & .
£ £ -
5 oo g e s et
= . ]
& 2 TN L T
+ .
: i : -
5 o L]
§ 24 T S .'l}-l :;.l “u . .
o
EL( 53 | N N .
@ P .
2 2 -
S 5
HER § o
T &
o a |
(=2 o
T T T T T T T T T T T T
00 02 04 06 08 10 0.0 02 04 06 08 10
Observados Develoment Espafiol Observados Develoment Inglés
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Figura 5. Valores observados vs predichos, en los datasets de prueba (development) en espafiol

y en inglés, a partir de los modelos de regresion después de la regularizacion (2).
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Finalmente, al comparar el comportamiento de los fonemas por si solos (modelo 5) o en
combinacion con las palabras (modelo 9), se observa que en espafiol los siguientes fonemas
cambian de signo: t (de ,031 a -,014), g (de -,003 a ,036), f (de -,008 a ,031), a (de -,054 a ,014),
mientras que en inglés lo hacen los siguientes fonemas: s (de ,029 a -,03), n (de ,0001 a -,4), g (de
-,005 a,003) y 6 (de -,007 a ,026). El resto de los coeficientes de los fonemas muestra coherencia

en los signos, en incluso en las magnitudes.
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Discusion

Una primera observacion relevante es que se evidencia un nivel de sobreajuste en los modelos de
regresion entrenados (mas acentuado en inglés que en espafiol), aunque este va disminuyendo a
medida que se reduce el nimero de atributos de entrada. Una posible explicacion para este
comportamiento tiene que ver con el grado de normalizacion de los tokens de palabras extraidos a
partir del dataset de entrenamiento, pues, como se indicé anteriormente, para conservar los detalles
fonoldgicos que pudieran estar asociados a ciertas inflexiones del lenguaje (como aumentativos o
diminutivos) no se realiz6 un proceso de lematizacion y estemizado; por esta razén, es posible que
al vectorizar el diccionario del conjunto de prueba (development) a partir del contenido del dataset
de entrenamiento el grado de coincidencia de las palabras disminuyera, por ejemplo por palabras
combinadas que no aparecen en el dataset de prueba o mal escritas en alguno de los conjuntos,
afectando el poder de generalizacién de los modelos de regresion entrenados. Igualmente, un
modelo de Bag of Words (aunque vectorizado mediante el TF-IDF) tiene un alcance limitado,
especialmente cuando los textos expresan contenidos emocionales de forma indirecta o implicita
(Alhamdan, 2019). En todo caso, a favor de los resultados obtenidos se debe indicar que las
palabras identificadas como predictores en los dos idiomas, asi como sus coeficientes de regresion
(ver Apéndice 1), son coherentes con la valencia correspondiente (palabras positivas con signo
positivo y palabras negativas con signo negativo), lo que asegura un nivel de validez de los
resultados obtenidos.

Dicho lo anterior, es posible afirmar que los resultados de la presente investigacion resultan
consistentes con la hipotesis del simbolismo de los sonidos, en tanto, por si solos, los fonemas
mostraron cierta capacidad predictiva de la valencia emocional de dos corpus de tweets en espafiol
e inglés. Ademas, al utilizar los fonemas como variables adicionales en un modelo basado en el
contenido Iéxico de los datasets, se encuentra una contribucién pequefia pero consistente en los
dos idiomas; especificamente, esta contribucion se evidencia en dos aspectos: la inclusion de los
fonemas permite 1) diferenciar mejor las valencias medias de los tweets y 2) pronosticar mejor las
valencias negativas de los tweets. Esta pequefia contribucion resulta de valor, pues anteriormente
se ha fallado al intentar identificar pistas vocales que permitan diferenciar confiablemente los
niveles de valencia (a diferencia del efecto de los fonemas sobre el grado de arousal), lo que se
explicaria por la diferencia entre estos dos atributos: el arousal remite al estado fisiol6gico que

acomparia la reaccion a un estimulo, por lo que podria asociarse al estado emocional del emisor
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del lenguaje, mientras que la valencia remite al proceso evaluativo y, por lo tanto, cognitivo y de
orden superior, lo que haria mas dificil su deteccion a un nivel sub léxico mediante un mapeo
acustico consistente (Aryani, Conrad, Schmidtke, & Jacobs, 2018).

Desde otra perspectiva, los resultados obtenidos en el presente estudio tienden a ser coherentes
con los reportados por Adelman, Estes, & Cossu (2018), quienes trabajaron con una muestra de
palabras en cinco idiomas (12.847 en inglés, 13.935 en espafiol, 4.270 en holandés, 2.900 en
aleman y 2.902 en polaco). Estos investigadores emplearon modelos de regresion lineal jerarquica,
verificando la capacidad predictiva de la valencia emocional de las palabras, al controlar la
importancia afectiva (arousal) y los aspectos léxicos (longitud, frecuencia y diversidad contextual
de las palabras); igualmente, se demostr6 que esta capacidad predictiva se asocia a features
especificos de los fonemas, como su posicion o la forma de articulacion de las consonantes. En
todo caso, es importante aclarar que estos hallazgos fueron obtenidos tomando como unidad de
analisis los componentes léxicos (se predijo la valencia de las palabras), mas que estructuras de
mayor complejidad como frases, oraciones 0 —como en el presente proyecto— tweets. Ademas, esta
concordancia en los resultados es relevante, si se tiene en cuenta que la muestra de palabras
identificadas en el nuestro estudio fue mucho menor a la de los autores que se estan referenciando.

En el estudio de Adelman, Estes, & Cossu, los valores del coeficiente de determinacion multiple
(R?) para los modelos de regresion lineal con los fonemas en inglés y en espafiol estan alrededor
de ,014 (1,4% de la varianza explicada, solo por los fonemas, para las valencias de las palabras).
Si se observan los resultados obtenidos en la presente investigacion a través de los modelos con
feature selection se encuentra que, empleando Unicamente los fonemas para predecir las valencias
de los tweets, los coeficientes de determinacion son legeramente mejores en espafiol (R? = 5% en
el conjunto de prueba), y similares en inglés (R? = 1%). Ademas, en nuestro estudio resulta
importante anotar que el valor del coeficiente de determinacion aument6 cuando al modelo de solo
palabras se le adicionaron los fonemas como variables predictoras (en espafiol pasa del 28% al
30% en el modelo con el segundo filtro a través de la regularizacion y en inglés del 17% al 20%).
Otro contraste con este estudio es que Adelman y su equipo identificaron un 36% de fonemas en
espafol y un 45% de fonemas en ingles, los cuales tuvieron coeficientes de regresion para la
valencia de las palabras estadisticamente significativos, contra un 67% de fonemas en espafiol y
un 53% en inglés, retenidos como predictores de la valencia de los tweets en la presente

investigacion. Sin embargo, hay que tener en cuenta que ellos emplearon una metodologia con un
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enfoque estadistico “tradicional”, mientras que nosotros nos basamos en una técnica mas
caracteristica del machine learning (la regresion por redes elasticas, que no selecciona las variables
por un criterio de significancia estadistica, sino buscando reducir los coeficientes de regresion de
las variables con menor capacidad explicativa a partir del parametro de penalizacion).

Por otro lado, es posible que al asignar una valencia afectiva global a un tweet se esté
soslayando la contribucion de los fonemas. Esta linea argumentativa se puede apoyar en el hecho
de que en un mismo tweet pueden existir mdaltiples contenidos emocionales, incluso
contradictorios entre si, como de hecho se plantea en otra de las tareas del concurso SemEval-
2018. Por ejemplo, Jabreel & Moreno (2019), al abordar esta tarea de clasificacion multi etiqueta
lograron un desempefio superior al identificado en el estado del arte (accuracy = ,59), mediante
técnicas de deep learning basadas en la asociacién especifica de cada elemento del tweet
(incluyendo la identificacién del usuario, asi como palabras, emoticones y signos de puntuacion)
con 11 emociones diferentes. En este sentido, se hace necesario verificar si la contribucion de los
fonemas es mas especifica en relacion con emociones concretas (bien sea en términos categoricos
o dimensionales), mas que con la dimensién general de valencia emocional. En sintesis, puede que
la dimension de valencia emocional de un tweet tenga poca sensibilidad al efecto fonoldgico
global, pues este podria “diluirse” al combinar palabras que tienen una orientacion emocional
diferente.

Llevando este argumento un paso adelante, si un tweet puede contener multiples etiquetas,
también seria un espacio multidimensional. Ademaés, cada fonema podria representar por si mismo
“un vector de atributos fonéticos” (Aryani, Conrad, Schmidtke, & Jacobs, 2018), asociados a sus
propiedades afectivas. Lo que implicaria que la valencia anotada en los datasets de entrenamiento
y prueba podria tener problemas de validez. Se debe precisar que, si bien la calificacion asignada
por los anotadores de SemEval-2018 mostr6 un grado de confiabilidad aceptable (medido a partir
de la técnica de Kuder-Richardson, como se explico en la seccion de método), esto no implica que
tenga validez, pues desde un punto de vista conceptual, la confiabilidad se refiere a la precision y
consistencia de la medida, mientras que la validez remite a la capacidad de la medida de reflejar
realmente el atributo de interés (AERA, APA, NCME, 2014); es decir, es posible que la valencia
asignada por diferentes calificadores resulte consistente y estable, pero eso no significa que
realmente represente la valencia emocional del contenido del tweet, teniendo en cuenta que

finalmente los anotadores fueron personas legas sin conocimientos expertos en psicologia de las
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emociones, un campo que, como otros campos de la psicologia, presenta grandes controversias
tedricas. En otras palabras, la valencia emocional asignada podria representar la valencia
emocional “percibida” por los anotadores, mas que la valencia emocional “real” asociada a los
autores de los tweets.

En este sentido, los siguientes ejemplos ilustran como en un mismo tweet, a pesar de tener una
valencia global més positiva 0 méas negativa (recuérdese que valores menores a ,5 indican valencia
negativa), pueden coincidir palabras de orientacion positiva y negativa; es interesante notar,
ademas, que en inglés la orientacion de la valencia predicha cambia con respecto a la original

observada.

Tabla 11. Ejemplos de Tweets, que incluyen palabras con diferente valencia emocional (las
palabras de coeficiente positivo aparecen subrayadas y las de coeficiente negativo en negrita).

Dataset de prueba (development)

Tweet Valencia Ultima valencia
observada predicha
“este Tito me hace llorar de la risa” 848 574
“Que triste lo mio, Ni amigas tengo” ,104 ,350
“boys are so awful but also so amazing.... right?” ,536 ;399

“And I'm really pissed the fuck off because I do a good job of
keeping my kid well because | don't like to see her sick and sad ”
Elaboracidn propia.

121 ,531

A propdsito de las diferencias encontradas entre resultados obtenidos en espafiol y en inglés,
estas se pueden analizar en dos sentidos. Por una parte, el desempefio global de los modelos resultd
mejor en espafiol, y, por otro lado, son diferentes los fonemas identificados y sus coeficientes de
regresion especificos (en signo y en magnitud), hallazgos que sugieren que el efecto de la fonética
sobre la iconicidad fonoldgica, a pesar de ser problablemente un mecanismo desarrollado a lo largo
de la evolucién filogenética del homo sapiens sapiens, es un fenédmeno que no tiene una Unica
expresion universal, sino que puede manifestarse a traveés de patrones de simbolismo de los sonidos
especificos para distintos idiomas (sin hablar de la variedad dialectal que puede haber en un mismo

idioma). Estas premisas se ven sustentadas por nuestro estudio, como se observa en la Tabla 12,
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que presenta los fonemas con coeficientes de regresion estadisticamente significativos para
preedecir la valencia de las palabras en el estudio de Adelman, Estes, & Cossu (2018), en
comparacion con los coeficientes de regresion obtenidos para los fonemas que coinciden en el
presente estudio, 8 en espafiol y 7 en inglés, aunque llama la atencidén que en espafiol hubo tres

cambios de signo en el coeficiente (sefialados en negrita dentro de la tabla).

Tabla 12. Comparacion entre los coeficientes de regresion estadisticamente significativos para
los fonemas del estudio de Adelman, Estes, & Cossu (2018) y los coeficientes de regresion para el

presente estudio (modelo de solo fonemas).

Beta Beta del
Idioma  Fonema presente estudio de Sonido Rasgos distintivos minimos
estudio Adelman et al.
Espafiol X ,055 ,094* i, 9 Fricativo velar
g ,036 A77* gu Obstruyente velar sonoro
b ,029 ,135** b, v Obstruyente bilabial sonoro
ﬁ -,0003 ,155* ch Africada pos alveolar sorda
r -,004 ,078** r Vibrante simple
j -,011 -, 158** i Vocélica semiconsonante (al6fono)
n -,075 ,058* n Nasal (coronal-) alveolar
d -,089 -, 279** d Obstruyente coronal-alveolar sonoro
Inglés ?j ,064 122* check, church  Palato-alveolar africada
i ,078 ,099** see, heat Vocalica
,034 ,250% put, could Vocalica
v ,011 ,144** voice, five Labio-dental fricativa
S -,030 -,087** sun, miss Alveolar fricativa
1 -,026 -,061* real, grow Alveolar aproximante
d -,093 -,188** did, lady Alveolar plosiva

* Estadisticamente significativos
** Estadisticamente significativos, alin después de una correcion Bonferroni
Elaboracién propia.

De la anterior tabla se destacan varios aspectos. Para empezar, los resultados de nuestro estudio
tienen un alto grado de coincidencia con los de Adelman et al., en cuanto al signo de los
coeficientes asociados a los fonemas (excepto por tres fonemas en espafiél: / ¢/, / ¢/ y In/, aunque
los coeficientes de los dos primeros son muy cercanos a cero en nuestro estudio). Puede que el
orden relativo de estos coeficientes sea distinto en los dos estudios, pero resulta muy interesante

el hecho de que el aporte a la prediccion esté orientado mayormente en la misma direccion. En



49

todo caso, en los dos idiomas predominan los sonidos consonanticos y en ambas investigaciones
los Unicos fonemas comunes para los dos idiomas fueron el sonido de la /d/ y de la / tf /, aunque
los resultados para el segundo fonema son contradictorios, pero es llamativo que en los dos
estudios es fonema méas negativo en los dos estudios corresponda al de la /d/.

A este respecto, existen hallazgos opuestos. Por ejemplo, Aryani, Conrad, Schmidtke, & Jacobs
(2018) encontraron que poemas escritos en aleman los sonidos sibilantes (como el que produce la
s) y las consonantes plosivas (como la d) generan un arousal negativo, lo que coincide con los
resultados en el dataset en inglés de SemEval-2018, aunque en esparfiol otra plosiva (la b) mostro
un coeficiente positivo. De forma opuesta, Auracher, Albers, Zhai, Gareeva, & Stavniychuk
(2011), a partir de poemas y hablantes nativos de diferentes idiomas (aleméan, ruso, ucraniano,
chino), encontraron que, independientemente del idioma, cuando hay una frecuencia relativamente
alta de sonidos plosivos es méas probable que un poema sea valorado como una expresion de
sentimientos positivos, mientras que la mayor frecuencia relativa de sonidos nasales (n y m) se
asocio a sentimientos negativos (como ocurrio en el dataset en inglés de SemEval-2018 en espariol,
donde la n fue negativa). De otra parte, Aryani et al. reportan que las palabras con vocales cortas,
como la asociada al fonema /1/ generan un arousal y una evaluacion de valencia més negativa,
mientras que Rummer, Schweppe, Schlegelmilch, & Grice (2014), encontraron que bajo estados
de &nimo positivos las personas tienden a emitir con mayor probabilidad el sonido de la /i:/, que
seria un vocal larga (los dos resultados coinciden con lo observado en el dataset en inglés). En
suma, parace que, ademas de las diferencias interidiomaticas, hay aspectos especificos de los
fonemas (como su forma de articulacion o su posicion dentro de una palabra, por ejemplo) que
pueden producir el efecto asociado al simbolismo de los sonidos o la iconicidad fonologica.

Para terminar esta discusién en torno a la especificidad idiomatica, algunos autores
controvierten la perspectiva de sistemas fonoldgicos universales, como la planteada en la Teoria
de las Caracteristicas Distintivas propuesta por Chomsky & Halle (1968), quienes sefialan la
supuesta existencia de unas manifestaciones innatas de estas caracteristicas (por ejemplo, ciertos
inventarios de sonidos). En contraste, Blevins (2017) sostiene que “un amplio estudio de los
patrones de sonido de los idiomas del mundo permite ver que esos supuestos universales no son
mas que tendencias universales..., son propiedades emergentes de las gramaticas fonologicas; son
aprendidas y especificas de cada idioma” (p. 55). Este razonamiento resulta coherente con lo

expuesto por Aryani, Conrad, Schmidtke, & Jacobs (2018), quienes afirman que las pistas
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fonéticas podrian no ser universales, teniendo en cuenta que cada idioma despliega distintas
variaciones de las caracteristicas fonéticas, dependiendo de su inventario fonético y de
determinadas reglas fono tacticas. Esta diversidad fonoldgica se ve reflejada, ademaés, en la
cantidad de fonemas que se identificaron en la actual investigacion: 27 para el espafol (de los
cuales se seleccionaron 18) y 37 para el inglées (de los cuales se seleccionaron 20). De acuerdo con
este razonamiento, el simbolismo de los sonidos y la iconicidad fonoldgica no necesariamente
seguirian un patrén totalmente universal, como se deduciria de los resultados obtenidos con los
corpus de tweets de SemEval-2018.

En relacion con las implicaciones practicas, nuestros resultados constituyen un aporte
importante para tareas que implique la regresion de una variable continua (tarea de grano fino), en
la medida en que los fonemas parecen contribuir a desambiguar los valores medios de valencia y,
especialmente, a realizar predicciones mas precisas en los niveles inferiores de la escala (es decir,
las valencias asociadas a contenidos afectivos negativos). Ademas, si el efecto de los fonemas
resulta redundante en relacion con el contenido Iéxico del corpus, se podria ganar en tiempo
computacional si se releva este contenido Iéxico por ciertas correspondencias fonologicas.

Para terminar, es importante sefialar lineas futuras de investigacién. Una sugerencia consiste en
determinar si es posible potenciar la capacidad predictiva de los fonemas al entrenar modelos de
mayor complejidad, incluyendo otros features que interactien con el contenido acustico de los
tweets (por ejemplo, embeddings de palabras) y utilizando otros algoritmos (como técnicas de
random forest o ensambles de modelos) (Alhamdan, 2019). Igualmente, para que la contribucion
marginal identificada sea mas alta resulta pertinente controlar ciertos atributos de los fonemas
como su posicion o su forma de articulacién —como en el estudio de Adelman et al. (2018)-y
ciertos atributos de las palabras como su categoria semantica o sus formas conjugadas —como en
el estudio que hicieron Stadthagen-Gonzalez, Imbault, & Pérez Sanchez (2017) para establecer
normas de valencia y arousal de un corpus de palabras en espafiol. Por otra parte, es posible que
el efecto de los fonemas esté asociado también con aspectos paralinglisticos como la prosodia o
la entonacidn, los cuales han mostrado capacidad predictiva en tareas de analisis de sentimiento
(Mairesse, Polifroni, & Di Fabbrizio, 2012), teniendo en cuenta que este efecto solo seria
detectable a partir del lenguaje hablado, por lo que una forma de validar los presentes hallazgos
consistiria en estudiar la capacidad predictiva de los fonemas a partir de muestras sonoras de

lenguaje.
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Apéndice 1. Palabras identificadas mediante el algoritmo de regularizacion con un numero de

palabras determinadas.

Espafiol Inglés

Palabra Beta Palabra Beta
feliz ,1157 hilarious ,0958
felicidad ,0775 happy ,0851
genial ,0743 love ,0646
orgullosa ,0702 smile ,0424
sonrisa ,0623 rejoice ,0422
emocionada ,0608 thank ,0404
lindo ,0562 wonderful ,0384
afortunada ,0465 laughter ,0379
amo ,0417 morning ,0346
emocionado ,0399 amazing ,0282
jajajaja ,0389 exhilarating ,0210
risa ,0381 optimism ,0185
alegria ,0368 cheerful ,0174
jajajajajaja ,0368 joyous ,0164
gracias ,0366 big ,0151
jajaja ,0345 smiling ,0130
orgulloso ,0238 delight ,0129
jaja ,0215 joyful ,0123
amigos ,0201 glad ,0096
sonreir ,0193 beautiful ,0090
encantada ,0190 thanks ,0076
domingo ,0173 excited ,0075
radiante ,0146 fun ,0066
agradable ,0142 happiness ,0044
chistoso ,0118 funny ,0044
jajajajajajajaja ,0116 lively ,0040
exito ,0114 coys ,0040
fortuna ,0111 lol ,0038
jugando ,0111 breezy ,0033
queda ,0107 hearty ,0026
sorpresa ,0102 anybody ,0022
afortunado ,0097 playful ,0016
viene ,0096 comedy ,0003
mega ,0088 fond ,0002
graciosa ,0087 maybeoneday ,00002
ahi ,0051 good ,00002
suerte ,0044 hopefullyfunny ,000003
siempre ,0038 irritation -,0006
casita ,0034 supposed -,0009
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Espafiol Inglés
Palabra Beta Palabra Beta
contento ,0032 annoyed -,0010
cumpleafios ,0028 furious -,0015
jajajaj ,0009 nightmare -,0036
semana ,0008 point -,0051
videos ,0004 offended -,0077
enojo -,0005 swear -,0097
pesadilla -,0006 worst -,0103
cansado -,0020 tired -,0150
detesto -,0023 irritate -,0150
mal -,0031 fuming -,0161
depresion -,0035 terrible -,0195
impotencia -,0041 sadly -,0248
asco -,0049 outrage -,0312
etc -,0051 unhappy -,0361
cansada -,0056 horrible -,0363
llorar -,0069 anger -,0432
ofendido -,0077 sadness -,05078
nadie -,0095 awful -,0590
zona -,0111 sad -,0647
decepcion -,0125 depressing -,0653
lamentable -,0136 depression -,07034
terrorismo -,0139
ninguna -,0144
mierda -,0167
romper -,0189
ironia -,0221
hirviendo -,0230
triste -,0247
resentida -,0249
lamentablemente -,0261
chester -,0284
odio -,0286
deprimida -,0327
rabia -,0329
insultar -,0383
horror -,0392
tristeza -,0400
puta -,0423
indignada -,0441
horrible -,0553
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electronico, asi como su puesta a disposicion en Internet

6. La inclusion en bases de datos y en sitios web sean éstos onerosos o
gratuitos, existiendo con ellos previo convenio perfeccionado con la
Pontificia Universidad Javeriana para efectos de satisfacer los fines
previstos. En este evento, tales sitios y sus usuarios tendran las mismas
facultades que las aqui concedidas con las mismas limitaciones y
condiciones

X | X X [ X[ X

De acuerdo con la naturaleza del uso concedido, la presente licencia parcial se otorga a titulo
gratuito por el maximo tiempo legal colombiano, con el propésito de que en dicho lapso mi
(nuestra) obra sea explotada en las condiciones aqui estipuladas y para los fines indicados,
respetando siempre la titularidad de los derechos patrimoniales y morales correspondientes, de
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acuerdo con los usos honrados, de manera proporcional y justificada a la finalidad perseguida, sin
animo de lucro ni de comercializacion.

De manera complementaria, garantizo (garantizamos) en mi (nuestra) calidad de estudiante (s) y
por ende autor (es) exclusivo (s), que la Tesis o Trabajo de Grado en cuestion, es producto de mi
(nuestra) plena autoria, de mi (nuestro) esfuerzo personal intelectual, como consecuencia de mi
(nuestra) creacion original particular y, por tanto, soy (somos) el (los) Unico (s) titular (es) de la
misma. Ademas, aseguro (aseguramos) que no contiene citas, ni transcripciones de otras obras
protegidas, por fuera de los limites autorizados por la ley, segln los usos honrados, y en proporcion
a los fines previstos; ni tampoco contempla declaraciones difamatorias contra terceros; respetando
el derecho a la imagen, intimidad, buen nombre y demas derechos constitucionales.
Adicionalmente, manifiesto (manifestamos) que no se incluyeron expresiones contrarias al orden
publico ni a las buenas costumbres. En consecuencia, la responsabilidad directa en la elaboracion,
presentacion, investigacion y, en general, contenidos de la Tesis o Trabajo de Grado es de mi
(nuestro) competencia exclusiva, eximiendo de toda responsabilidad a la Pontifica Universidad
Javeriana por tales aspectos.

Sin perjuicio de los usos y atribuciones otorgadas en virtud de este documento, continuaré
(continuaremos) conservando los correspondientes derechos patrimoniales sin modificacion o
restriccion alguna, puesto que de acuerdo con la legislacion colombiana aplicable, el presente es
un acuerdo juridico que en ningln caso conlleva la enajenacion de los derechos patrimoniales
derivados del régimen del Derecho de Autor.

De conformidad con lo establecido en el articulo 30 de la Ley 23 de 1982 y el articulo 11 de la
Decision Andina 351 de 1993, “Los derechos morales sobre el trabajo son propiedad de los autores”,
los cuales son irrenunciables, imprescriptibles, inembargables e inalienables. En consecuencia, la
Pontificia Universidad Javeriana esta en la obligacion de RESPETARLOS Y HACERLOS RESPETAR, para
lo cual tomara las medidas correspondientes para garantizar su observancia.

NOTA: Informacién Confidencial:
Esta Tesis o Trabajo de Grado contiene informacion privilegiada, estratégica, secreta,
confidencial y demas similar, o hace parte de una investigacion que se adelanta y cuyos
resultados finales no se han publicado. Si [ ] No
En caso afirmativo expresamente indicaré (indicaremos), en carta adjunta, tal situacion con el fin
de que se mantenga la restriccion de acceso.

NOMBRE COMPLETO No. del documento FIRMA
de identidad
AL Y,
Gabriel Alejandro Bernal Rojas 79’802.825 7~ //C/
~ < N
FACULTAD: Ingenieria
PROGRAMA ACADEMICO: Maestria en Analitica para la Inteligencia de Negocios




ANEXO 3
BIBLIOTECA ALFONSO BORRERO CABAL, S.J.
DESCRIPCION DE LA TESIS O DEL TRABAJO DE GRADO
FORMULARIO

TITULO COMPLETO DE LA TESIS DOCTORAL O TRABAJO DE GRADO
Analisis de la contribucion de los fonemas a la prediccion de la valencia emocional en tweets en

espanol e inglés

SUBTITULO, SI LO TIENE

AUTOR O AUTORES

Nombres Completos

Apellidos Completos
Gabriel Alejandro

Bernal Rojas

DIRECTOR (ES) TESIS O DEL TRABAJO DE GRADO

Apellidos Completos Nombres Completos
Alvarado Valencia Jorge Andrés

FACULTAD
Ingenieria
PROGRAMA ACADEMICO
Tipo de programa ( seleccione con “x”
Pregrado Especializacion Maestria Doctorado
X
Nombre del programa académico
Analitica para la Inteligencia de Negocios
Nombres y apellidos del director del programa académico
Jorge Andrés Alvarado Valencia
TRABAJO PARA OPTAR AL TITULO DE:
Magister

PREMIO O DISTINCION (En caso de ser LAUREADAS o tener una mencion especial):

CIUDAD ANO DE PRESENTACION DE LA TESIS NUMERO DE PAGINAS
O DEL TRABAJO DE GRADO
Bogota 2020 58
TIPO DE ILUSTRACIONES ( seleccione con “x” )
Dibujos | Pinturas Tablgs, s Planos Mapas Fotografias Partituras
diagramas
X

SOFTWARE REQUERIDO O ESPECIALIZADO PARA LA LECTURA DEL DOCUMENTO
Nota: En caso de que el software (programa especializado requerido) no se encuentre licenciado por
la Universidad a través de la Biblioteca (previa consulta al estudiante), el texto de la Tesis o Trabajo

de Grado quedara solamente en formato PDF.




MATERIAL ACOMPANANTE

5 FORMATO
TIPO DURACION CANTIDAD

(minutos) CD | DVD Otro ;Cual?

Video

Audio

Multimedia

Produccion
electronica

Otro Cual?

DESCRIPTORES O PALABRAS CLAVE EN ESPANOL E INGLES
Son los términos que definen los temas que identifican el contenido. (En caso de duda para designar
estos descriptores, se recomienda consultar con la Seccion de Desarrollo de Colecciones de la
Biblioteca Alfonso Borrero Cabal S.J en el correo biblioteca@javeriana.edu.co, donde se les
orientarad).

ESPANOL INGLES
Arbitrariedad del signo linglistico Arbitrariness of linguistic sign
Simbolismo de los sonidos Sound symbolism
Fonemas Phonemes
Procesamiento del lenguaje natural Natural Language Processing
Andlisis de sentimiento Sentiment Analysis

RESUMEN DEL CONTENIDO EN ESPANOL E INGLES
(Maximo 250 palabras - 1530 caracteres)

Aunque tradicionalmente se ha asumido que el sonido de las palabras y su significado se relacionan de
forma arbitraria, distintos hallazgos empiricos respaldan la hipdtesis de que las unidades fonoldgicas
basicas del lenguaje guardan una relacién sistematica con aspectos semanticos, incluyendo la
connotacion afectiva y actitudinal de las palabras (Adelman, Estes, & Cossu, 2018; Aryani, Conrad,
Schmidtke, & Jacobs, 2018; Dingemanse, Blasi, Lupyan, Christiansen, & Monaghan, 2015; Monaghan,
Shillcock, Christiansen, & Kirby, 2014; Schmidtke, Conrad, & Jacobs, 2014). A partir de estas premisas,
se buscé identificar si las unidades fonoldgicas del espafiol y el inglés contribuyen a la prediccién de la
valencia emocional en un corpus de tweets. Para esto, se entrend un conjunto de modelos de regresion
lineal multiple, cuyo desempefio fue evaluado a partir de la correlacién y los indicadores de error
calculados partir de las valencias predichas y las observadas en los datasets de prueba proporcionados
por el concurso SemEval-2018 (Mohammad, Bravo-Mdrquez, Salameh, & Kiritchenko, 2018). Se
encontré que la adicién de los recursos fonoldgicos a un conjunto de predictores Iéxicos (Bag of Words
de los Tweets, normalizada con el método TF-IDF) tiene un efecto reducido pero consistente sobre las
métricas globales de ajuste, y en ambos idiomas permite discriminar con mayor precision las valencias
observadas cercanas a los valores medios, asi como las valencias inferiores asociadas a contenidos

afectivos negativos.
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